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1 Uvod

1.1 Vypocetni teorie neuronovych siti

Tzv. (umélé) neuronové sité predstavuji velmi zjednodusené matematické modely
nervovych systémi zivych organismt. Ve snaze pochopit a modelovat biologické
a kognitivni funkce lidského mozku se tyto modely stale zdokonaluji, aby vérné&ji
odrazely soucasné neurofyziologické poznatky (Gerstner, Kistler, 2002). Na druhé
strané tohoto usili stoji inzeny¥i, ktefi modely neuronovych siti modifikuji, aby je
mohli vyuzit pro feSeni praktickych tloh z umélé inteligence (Haykin, 1999). Je za-
jimavé, ze jiz konstruktéfi prvnich pocitaca chtéli napodobit lidskou inteligenci, a
proto se pii své praci inspirovali funkci mozku (von Neumann, 1951, 1956). Napf.
prvni neuropoéita¢ (Minsky, 1954) byl zkonstruovan v roce 1951 nedlouho poté,
co byl vyvinut prvni konvenéni pocita¢ von neumannovské architektury. Neuro-
nové sité se dale profilovaly jako samostatny informaticky obor. Hlavni piednosti
neuronovych siti je jejich schopnost ucit se z dat, resp. zobeciiovat pozadovanou
funkci z prikladt. Neuronové sité jako netradiéni vypocetni prostfedky inspirované
pfirodou byly tspésné aplikovany v oblastech, kde je navrh exaktnich algoritmi
problematicky, napf. rozpoznavani obrazct, fizeni, predikce, rozhodovani, analyza
a transformace signali, detekce chyb, expertni systémy, apod. Soucasné komerc¢ni
programy pro analyzu a zpracovani dat (napf. Matlab, Statistica) obvykle obsa-
huji moduly pro praci s neuronovymi sitémi, které predstavuji velmi G¢inny nastroj
v mnoha praktickych aplikacich strojového uceni.

Uvod do oboru neuronovych siti lze najit v 9. kapitole prvniho dilu této publi-
kace, zatimco s pokrocilejsimi technikami se lze seznamit v 7. a 9. kapitole ¢tvrtého
dilu. Cilem této kapitoly je prezentovat taxonomii formalnich vypocetnich modela
neuronovych siti v ramci jednotného formalismu spolu s prehledem jejich vypocet-
nich vlastnosti. Vychazime pii tom z ptehledové prace (Sima, Orponen, 2003c).
Vypocetni potencial a limity konvencénich pocitact jsou studovany napf. pomoci
Turingovych stroji, u kterych je prip. omezena doba vypoctu ¢i velikost paméti
(srovnej se 7. kapitolou tfetiho dilu této publikace). Analogicky bylo v poslednich
15 letech dosazeno mnoho fundamentalnich vysledka tykajicich se schopnosti neuro-
novych siti implementovat univerzalni vypocty (Anthony 2001; Floréen, Orponen,
1994; Orponen, 1994; Parberry, 1994; Roychowdhury a kol., 1994; Siegelmann 1999a;
Siu a kol., 1995; Sima, Neruda, 1996; Wiedermann, 1994). Vypodetni sila neurono-
vych siti se obvykle studuje tak, Ze se rtizné modely siti porovnavaji nejen mezi
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sebou, ale predevsim s tradi¢nimi vypocetnimi modely a popisnymi prostiedky jako
jsou konec¢né automaty, regularni vyrazy, gramatiky, Turingovy stroje, booleovské
obvody apod. Cilem tohoto pfistupu je zjistit, co lze v principu nebo efektivné
spocitat pomoci jednotlivych modeli neuronovych siti, resp. jak implementovat
pozadovanou funkci optimélnim zptisobem. Hlavnim technickym nastrojem tohoto
vyzkumu je vypocetni teorie slozitosti (Balcazar a kol., 1995; Papadimitriou, 1994),
prip. formalni teorie jazykt (Hopcroft, Ullman, 1979; Chytil, 1984), proto v p¥iloze
pripomindme technické definice nékterych slozitostnich ttid, i kdyz predpokladéme,
7e Ctenal je seznamen se zdkladnimi abstraktnimi vypocetnimi modely jako jsou
kone¢né automaty, Turingovy stroje apod.

Hluboky teoreticky vhled a porozuméni principiim a moznostem neurovypoctu je
predpokladem pro volbu adekvatniho modelu a parametr neuronové sité pii feseni
daného problému nebo pro névrh efektivnéjsich ucicich algoritmi. Vzhledem k tomu,
ze modely neuronovych siti jsou inspirovany neurofyziologickymi poznatky, teore-
tické vysledky mohou kromé praktického vyuziti prohloubit nase chapani vypocet-
nich aspekt mentalnich procesi. Navic neuronové sité obohacuji tradi¢ni repertoar
formalnich vypocetnich modeli, které jsou obvykle parametrizovany casem a pro-
storem (¢asova a pamétova slozitost), o nové zdroje efektivniho poé¢itani jako jsou
napf. analogové stavy (Siegelmann, 1999a), spojity cas (Orponen, 1997c), energie
(Sfma, 2003; Uchizawa a kol., 2006) apod. ProtoZe napi. tradi¢ni Turingiiv stroj tyto
parametry neznd a prislusné modely neuronovych siti mnohdy formalné implemen-
tuji super-turingovské vypocty, neuronové sité v tomto pripadé aspiruji na to, aby
se staly referenénimi modely pii studiu téchto alternativnich vypocetnich zdroja.

Vypocetni aspekty neuronovych siti lze studovat ve tfech hlavnich smérech:
efektivni vytvareni, resp. adaptace reprezentace neuronové sité (sloZitost uceni a
generalizace), jeji pamétova narocnost (deskriptivni sloZitost) a efektivni odezva
neuronové sité na jeji vstup (vgpocetns sila). V této kapitole se zaméfime pouze na
deskriptivni slozitost a vypocetni silu neuronovych siti, zatimco plné opomineme
dulezité vysledky o sloZitosti uceni, které by zasluhovaly samostatny piehled (An-
thony, Bartlett, 1999; Roychowdhury a kol., 1994; Sima, 2002; Vidyasagar, 1997).
Daéle se omezime jen na digitdlni vypocty, jejichz vstupy a vystupy jsou ve své
podstaté diskrétni veli¢iny, i kdyz jsou ¢asto kédovany pomoci analogovych stavi
neurond a vlastni vypocet neuronové sité mize pracovat s redlnymi cisly. Naopak
vypocetni schopnosti a efektivita modelu s analogovymi vstupy se studuji v teorii
aproximace funkci pomoci neuronovych siti, kterou se zabyva 8. kapitola ¢tvrtého
dilu této publikace.

1.2 Taxonomie formalnich vypocetnich modela neuronovych
siti

Nejprve si pfipomeneme obecnou definici modelu neuronové sité, ktera ve své neu-
réitosti pokryva vétsinu publikovanych a pouzivanych modeld a kterou budeme déle
konkretizovat pii specifikaci jednotlivych modelt. Neuronovd sit se sklada z s jedno-
duchych vypocetnich jednotek, resp. neurond, z mnoziny V = {1,..., s}, kde pocet
neuront s = |V| se nazyva velikost sité. Nékteré z téchto jednotek mohou slouzit jako
externi vstupy nebo vystupy, proto predpoklddame, Ze sit ma n vstupnich a m vy-
stupnich neuront. Tyto jednotky jsou husté propojeny do orientovaného grafu, ktery
reprezentuje architekturu (resp. topologii) sité, v niz je kazda hrana (i, ;) vedouci
z neuronu ¢ do j ohodnocena redlnou (synaptickou) vdhou w(i,j) = wj; € R. Ab-
sence spoje v architektufe odpovidéa nulové vaze mezi pfislusnymi neurony a naopak.

Vypocetni dynamika neuronové sité uréuje vyvoj redlného stavu (vgstupu) y(.t) €

J
R pro kazdy neuron j € V jako funkci ¢asu ¢ > 0. Souhrnné je tak definovan stav

site y) = (y§t),...7y£t)) € R* v kazdém casovém okamziku ¢ > 0. Na zacatku



Modely perceptronovych siti (1.3)
— Diskrétni Cas (2-5)
— Deterministicky vypocet (2-4)
Jednotlivy perceptron (2)
Dopredna architektura (3)
Binarni stav (3.1)
Analogovy stav (3.2)
Rekurentni architektura (4)
Konecna velikost (4.1)
Asymetrické vahy (4.2)
Symetrické vahy (4.3)
Nekonecné posloupnosti siti (4.4)
— Pravdépodobnostni vypocet (5)
Dopfiedna architektura (5.1)
Rekurentni architektura (5.2)

— Spojity ¢as (6)

Obrazek 1: Taxonomie modeli perceptronovych siti.

vypoétu se sit nachazi v pocdtecnim stavu y(©, ktery muze kédovat externi vstup
pomoci pocatec¢nich stavl vstupnich neuront. Stav sité je typicky aktualizovan tak,
Ze podmnozina neuront nacte své vstupy od inciden¢nich neuront pres prislusné
zvazené spoje a transformuje je na své aktualni vystupy. Globalni vystup sité je
odecten ze stavi vystupnich neuronil na konci nebo nékdy i v prubéhu vypoctu.
Jak jiz bylo feceno, budeme se zabyvat digitalnimi vypocty, a proto pfedpokladame
bindrni externi vstupni a vystupni hodnoty.

Vypocetni modely neuronovych siti lze klasifikovat podle typu architektury na
dopfedné (acyklické) nebo rekurentni (cyklické), podle ¢asové dynamiky na diskrétni
nebo spojité sité, podle typu vypoctu na deterministické nebo pravdépodobnostni
sité, podle domény stavil neuronti na binarni nebo analogové sité, podle omezeni
na vadhové parametry na symetrické nebo asymetrické sité, podle typu vstupniho
protokolu na konec¢né sité nebo nekonecné posloupnosti siti atd. Kombinaci téchto
omezeni dostavame bohatou taxonomii model neuronovych siti, které maji riznou
vypocetni silu. V nasem prehledu se zaméfime pfedevsim na tradi¢ni perceptronové
sité a v zavéru jen zminime modely, které vyuzivaji jinych typu jednotek. Kromé
RBF (Radial Basis Function) a WTA (Winner-Take-All) jednotek se jedné o bio-
logicky vice plauzibilni pulzni (spiking) neurony, které pouzivaji ¢asového kédovani
informace a jsou v posledni dobé pfedmétem intenzivniho vyzkumu. Struktura této
kapitoly castecné sleduje taxonomii modeld perceptronovych siti, kterd je znazor-
néna na obrazku 1, kde jsou také vyznaceny odkazy na prislusné odstavce.

1.3 Perceptronové sité

Nejpopularnéjsim modelem neuronovych siti jsou perceptronové sité. Jak je zvy-
kem, termin perceptron je zde chapan obecnéji nez v pivodni praci Rosenblatta
(1958) a pokryva i typy jednotek, které z néj byly pozdéji odvozeny, napf. sigmoi-
délni jednotky. V této kapitole se zamérime zejména na vypocetni aspekty diskrétni
perceptronové sité, ktera aktualizuje sviij stav jen v diskrétnich ¢asovych krocich

t=1,2,.... V ¢ase t > 0 se nejprve vyhodnoti ezxcitace (vnitini potencidl) kazdého
neuronu j € V jako zvazeny soucet jeho vstupi:
S
t t
&Y = wiw". (1)
i=0



Uvedené suma navic obsahuje absolutni ¢len, tzv. bias w;o € R, ktery lze chapat
jako védhu pridaného formélniho jednotkového vstupu y(()t) = 1. Pripomenme, Ze
nékteré vahy wj; (1 <14 < s) ve vzorci (1) mohou byt nulové, coz znadi absenci spoje

z neuronu ¢ do neuronu j. V nasledujicim ¢asovém kroku ¢ + 1 neurony j € ay41

z vybrané podmnoziny a;4+1 C V pocitaji sviij novy vystup y](”l) pomoci aktivacni
(prenosové) funkce o : R — R:
t+1 t .
yj( P (fj( )) pro j € auy1, (2)
. S . . s (1) (D) .
zatimco zbyvajici jednotky j & ayy1 své stavy neméni, tj. Yj =y; Pproj Z .

Timto zptisobem je uréen novy stav sité y(*+t1) v case t + 1.
Perceptronové sité s bindrnimi stavy y; € {0,1} (zkracené bindrni sité) obvykle
pouzivaji Heavisideovu aktivaéni funkci

io-{) B! o

a odpovidajici jednotky se také nazyvaji prahovd hradla. V pfipadé potfeby je mozné
binarni stavové hodnoty {0,1} nahradit bipolarnimi {—1,1} nebo dokonce obec-
néjsimi diskrétnimi doménami, coz zdsadnim zptsobem neméni velikost vahovych
parametrtt (Parberry, 1994). Vahy binarniho perceptronu lze p¥i zachovéani jeho
funkce také upravit tak, aby excitace (1) byla nenulova pro vSechny vstupy.

Na druhou stranu sité s analogovymi stavy (zkracené analogové sité) aproxi-
muji Heavisideovu funkci (3) néjakou spojitou sigmoidalni aktiva¢éni funkei, napt.
saturovanou linedrni funkci

1 proéE>1
o€)=4¢ & pro0<{<l1 (4)
0 proé<O0

nebo logistickou (standardnit) sigmoidou

- 1
C14e €

a(§) (5)
a odpovidajici jednotky se také nazyvaji sigmoiddlni hradla. Tedy vystupy ze sig-
moidélnich hradel jsou obecné redlna ¢isla, napt. y; € [0, 1]. Pro potfeby vypoétu
booleovskych funkei jsou analogové stavy y; vystupnich neuronti j interpretovany
jako bindrni vystupy 0, resp. 1, se separaci € > 0, jestlize y; < h—e, resp. y; > h+e,
pro danou pevnou prahovou hodnotu h € R.

2 Jednotlivy perceptron

Jednotlivy perceptron s n externimi bindrnimi vstupy zfejmé pocitd booleovskou
funkei f : {0,1}" — {0,1} n proménnych. Je vSeobecné zndmo, Ze ne vSechny
booleovské funkce 1ze implementovat pomoci jednoho perceptronu. Prominentnim
piikladem je parita (XOR), kterd se nabyva 1, pravé kdyZ je pocet vstupnich bitt
s hodnotou 1 lichy (Minsky, Papert, 1969). Naopak booleovské funkce, které lze
pocditat jednim perceptronem, se nazyvaji linedrnié prahové funkce (Muroga, 1971).
Tato dulezita ti¥ida funkci obsahuje zakladni logické funkce AND, OR, NOT a je
uzavienad na negaci funkce a negaci vstupnich proménnych, tj. negaci libovolné bo-
oleovské linearni prahové funkce s pfip. negaci nékterych jejich proménnych lze
opét pocitat pomoci jednoho perceptronu. Pocet booleovskych linearnich prahovych
funkci n proménnych je fadoveé 29("*) Horni odhad 2n° " 1og2 n+0(n) pochaézi jiz od



Schlsfliho (1901), zatimco presnéjs priléhavy dolni odhad 2n°~m1g2 n=0(n) by] do-
kazan o dost pozdéji (Kahn a kol., 1995). To znamen4, Ze jen velmi maly zlomek ze
viech 22" booleovskych funkei je mozné poéitat pomoci jednoho perceptronu. Navic
je obecné algoritmicky té7ké (co-NP-tiplné) rozhodnout, zda konkrétni booleovska
funkce dané v disjunktivni nebo konjunktivni normélni formé je linearni prahova
(Hegediis, Megiddo, 1996).

Také byla zkoumana deskriptivni slozitost booleovskych linedrnich prahovych
funkci. Je znamo, ze kazdou takovou funkci lze implementovat perceptronem, ktery
mé jen celociselné vahy (Minsky, Papert, 1969), a pocet biti, které jsou potieba
(Hastad, 1994) a staci (Muroga a kol., 1961) na reprezentaci jedné celociselné vahy
perceptronu s n vstupy, je fadové ©(nlogn). Tyto odhady maji velky vyznam pro
hardwarovou pfip. softwarovou implementaci perceptronu.

3 Dopredné sité

Architekturu dopfedné (vrstvené, vicevrstvé, acyklické) sité tvoii acyklicky graf. To
znamena, ze jednotky v dopredné siti lze vzdy jednoznac¢né seskupit do nejkratsi
posloupnosti d+1 po dvou disjunktnich vrstev ay, ..., aq C V tak, aby neurony v li-
bovolné vrstvé a; byly napojeny jen na neurony v nasledujicich vrstvach aw,, u > t.
Obvykle se prvni, tzv. vstupni vrstva «q, ktera se sklada z n externich vstupi, ne-
pocita do poctu vrstev a velikosti sité. Podobné posledni, tzv. vgstupni vrstva ag,
je tvofena m vystupnimi neurony. Skryté jednotky se pak nachazi v mezilehlych,
tzv. skrytych vrstvdch aq,...,aq_1. Pocet vrstev d vyjma vstupni vrstvy se na-
zyva hloubka sité (napf. dvouvrstvé sité maji hloubku 2). Vypocet sité postupuje
vrstvu po vrstvé smérem od vstupni vrstvy pres skryté vrstvy az k vystupni vrstve.
Na pocatku jsou stavy vstupnich neuronid nastaveny na externi vstup. V obecném
kroku predpokladejme, ze vystupy vSech neuronu jsou urceny az do jisté vrstvy
t < d vCetné. Stavy neuront v nasledujici vrstvé a;y; jsou vypocteny paralelné
podle vzorct (1) a (2). Nakonec stavy vystupnich neuroni z oy predstavuji vysledek
vypocétu. Timto zptsobem je vyhodnocena tzv. funkce sité f : {0,1}" — {0,1}™
v paralelnim case, ktery se rovna hloubce sité d.

Shora popsany model dopfedné neuronové sité splyva s modelem booleovskych
prahovych obvodi (dale jen obvodii), jejichz vypocetni jednotky se obvykle nazyvaji
(prahova) hradla. Vypocetni aspekty obvodi jsou pfedmétem intenzivniho vyzkumu
v teorii slozitosti booleovskych obvodt (Vollmer, 1999; Wegener, 1987). Jednotlivy
obvod C' s n vstupy po¢ita (vektorovou) booleovskou funkei f, kterd zavisi na pev-
ném poctu proménnych n. Pro potfeby univerzalnich vypoctt nad vstupy libovolné
délky se pouziva nekonecnd posloupnost (rodina) obvodi {C,}, kterd obsahuje je-
den obvod C,, pro kazdou délku vstupu n > 0. V tomto kontextu jsou pak miry
slozitosti obvodu jako velikost S(n), hloubka D(n), maximalni viha W (n) atd. vyja-
dfeny jako funkce délky vstupu n. Napfiklad pro posloupnost obvoda polynomiding
velikosti je funkce S(n) omezena néjakym polynomem O(n¢) (kde ¢ je konstanta)
nebo posloupnost obvoda konstantni hloubky spliiuje D(n) < ¢ apod.

Nekone¢né posloupnosti obvodtt mohou byt podle shora uvedené definice obecné
neuniformni v tom smyslu, Ze neexistuje jejich koneény popis, ktery by déval do
souvislosti obvody pro rizné délky vstupu. To znamend, ze takové nekonecné po-
sloupnosti obvodit mohou implementovat funkce, které nelze pocitat pomoci konecné
popsaného algoritmu (napf. Turingova stroje), a tedy maji ,super-turingovské” vy-
pocetni schopnosti, coz je trivialni dtsledek jejich definice. Tomu se lze vyhnout tak,
ze predpokladéame tzv. uniformni posloupnost obvodi, pro kterou existuje koneény
algoritmus (pevny Turingtiv stroj), ktery pro kazdou délku vstupu n > 0 zkonstru-
uje prislusny obvod C,, z této posloupnosti. Je zfejmé, Ze uniformni posloupnosti
obvodi jsou vypocetné ekvivalentni Turingovym strojim.



3.1 Binarni dopredné sité

V tomto odstavci se budeme zabyvat vypocetnimi vlastnostmi bindrnich dopfednych
siti s Heavisideovou aktivaéni funkei (3).

3.1.1 Vypocetni univerzalita:

Nejjednodussi pripad tohoto modelu, jednotlivy perceptron, jsme jiz uvazovali v od-
stavci 2, ze kterého je ziejmé, ze prahova hradla musi byt zapojena do vétsich ob-
vodu, aby byla schopna implementovat vSechny booleovské funkce. Konkrétné pro
libovolnou vektorovou booleovskou funkei f : {0,1}" — {0, 1}™ lze vzdy zkonstru-
ovat prahovy obvod hloubky 4, ktery pocita f s pouzitim rfadove

hradel (Lupanov, 1972). Tato konstrukce je optimdlni v tom smyslu, 7e existuji
funkce, které dokazatelné vyzaduji uvedeny pocet hradel i v pfipad€, Ze povolime
neomezenou hloubku obvodu (Horne, Hush, 1994). Odpovidajici dolni (Nechipo-
ruk, 1964) a horni (Lupanov, 1961) odhad byl nejprve stanoven pro sité s jednim
vystupem a souhlasi se vzorcem (6) pro m = 1. Navic Cover (1968) dokazal, Ze
pocet spoji, ktery je v nejhorsim ptripadé potieba v prahovém obvodu pocitajicim
libovolnou booleovskou funkci, lze vyjadfit jako ¢tverec formule (6). Tyto vysledky
znamenaji, ze (neuniformni) nekoneéné posloupnosti prahovych obvoda konstantni
hloubky s exponencidlnim poétem hradel (vzhledem k poétu vstupt) jsou schopny
pocitat libovolnou vstupné-vystupni funkci v konstantnim paralelnim case.

3.1.2 Polynomialni vahy:

V booleovské slozitosti se kladou dalsi omezeni na parametry obvodid. Naptiklad
v prahovych obvodech jsou celociselné vahové parametry obvykle omezeny polyno-
mem O(n°) (pro né&jakou konstantu ¢) vzhledem k poétu vstupt obvodu n, coz od-
povida O(log n) bittim na reprezentaci jedné vahy. Polynomiélni vahy zfejmé snizuji
vypocetni silu prahovych obvodti, protoze jiz z odstavce 2 vime, Ze perceptron vy-
zaduje v nejhorsim pfipadé exponencialni vahy. Nicméné Goldmann a kol. (1992)
dokézali, ze neomezené vahy v prahovych obvodech lze principidlné vzdy (za cenu
jen polynomiélniho nartistu velikosti obvodu) nahradit polynomiélnimi vahami, po-
kud zvysime hloubku obvodu o jednu vrstvu. Goldmann a Karpinski (1998) dale
navrhli explicitni konstrukci takového obvodu s polynomidlnimi vahami, u néhoz
polynomiélni nartst velikosti nezavisi na hloubce obvodu. Tedy u vicevrstvé per-
ceptronové sité lze vzdy predpokladat polynomidlni vahy, pokud navic pripustime
jeden vypocetni krok.

Jina konvence predpoklada, ze hodnoty booleovskych proménnych vstupuji do
obvodu vzdy spolu se svymi negacemi. Za tohoto predpokladu lze kazdy prahovy
obvod upravit tak, aby obsahoval jen kladné vahy, zatimco jeho velikost se nejvyse
zdvojnésobi a jeho hloubka a velikost vah se nezméni (Hajnal a kol., 1993).

3.1.3 Omezeny vstupni stupen hradel:

Jiné omezeni se tykd maximélniho vstupniho stupné hradel v obvodu, tj. maximal-
niho po¢tu vstupt u jednotlivych neuronti. Obvody s omezenym vstupnim stupném
modeluji konvenéni technologii obvodti, u kterych je pocet vstupti hradla omezeny.
Neomezeny vstupni stupeni je naopak typicky pro husté propojené neuronové sité,
které diky tomu mohou byt vypocetné efektivnéjsi. Naptiklad kazdy obvod velikosti
s a hloubky d s maximalnim vstupnim stupném 2 je mozné implementovat pomoci



Obréazek 2: Mozna T'CP-hierarchie se separaci malych hloubek.

prahového obvodu s neomezenym vstupnim stupném velikosti O(s?) hradel, jehoz
hloubka je fadové O(d/loglogs) (Chandra a kol., 1984). V neuronovych sitich je
tak mozné v rdmci polynomidlni velikosti dosdhnout zrychleni paralelniho vypoctu
o faktor O(loglogn).

3.1.4 Polynomialni velikost a konstantni hloubka:

Univerzalni konstrukci obvodu exponencialni velikosti (6) nelze prakticky realizo-
vat pro vétsi poc¢ty vstupt. Na druhou stranu o zadné prakticky ,zajimavé” funkci
(napf. ze slozitostni t¥idy NP) nebylo zatim dokézano, Ze by ke své implementaci
potfebovala vice jak linearni pocet hradel obvodu s neomezenou hloubkou, i kdyz
intuitivné nejsou funkce vyzadujici velké obvody zadnou vzacnosti (Wegener, 1987).
Nicméné mnoho dilezitych funkci je mozné pocitat pomoci prahovych obvoda po-
lynomidlni velikosti a konstantni hloubky (viz odstavce 3.1.5 a 3.1.6), a tedy je
lze prakticky implementovat. Navic jsou tyto vysledky ve shodé s neurofyziologic-
kym pozorovanim, ze komplikované funkce jsou v mozku realizovany s vyuzitim jen
nékolika malo vrstev neuronti.

Trida vSech funkci, které lze pocitat pomoci prahovych obvodi polynomialni ve-
likosti a hloubky d > 1 s polynomialnimi vahami, se obvykle zna¢i T'CY (alternativni
znaceni je L/Td7 kde LTy, bez sttisky odkazuje na odpovidajici t¥idu s neomezenymi
véhami). Slozitostni tiida TC® = (J -, TCY pak obsahuje vSechny funkce, které lze
pomoci takovych obvodi poéitat v konstantnim paralelnim ¢ase. Ziejmé

TCY) CTCYCTC)C - (7)

je mozna TCO-hierarchie, kterd je znizornéna na obrazku 2 spolu s odpovidaji-
cimi pravdépodobnostnimi t¥idami slozitosti RT'CY, kterymi se budeme zabyvat
nize v odstavci 5.1. Napiiklad tifda T'CY, ktera obsahuje viechny funkce, které lze
pocitat jednotlivimi perceptrony s polynomidlnimi vahami, je jisté vlastni podtii-
dou titdy TC3, tj. TC? S TCY, protoze napf. paritu (XOR) nelze pocitat jednim
perceptronem, ale lze ji jednoduse implementovat malym obvodem hloubky 2.

Méné znamy vysledek je netrivialni separace TC9 S T'CY (Hajnal a kol., 1993),
kterda méa velky vyznam v praktickych aplikacich doprednych neuronovych siti, kde
se obvykle rozhoduje o pouziti dvouvrstvé nebo tiivrstvé sité. Prikladem funkce,
ktera nélezi do TCY \ TCY je booleovsky skaldrni soucin IP : {0,1}2¢ — {0,1}
(k > 1), ktery je definovén jako

k
IP(xl,...,ka’l,...,;v;C):@AND(xi,xg), (8)
i=1



kde €p znadi paritu k bitid, kterd se nabyva 1, pravé kdyZ je pocet vstupnich bitl
s hodnotou 1 lichy. Tento vysledek znamené, ze pro perceptronové sité polynomialni
velikosti s polynomidlnimi vdhami maji t¥ivrstvé sité prokazatelné vétsi vypocetni
silu nez dvouvrstvé. Odpovidajici separace pro neomezené vahy je doposud otevieny
problém.

Separace TC°-hierarchie pro hloubky vé&tsi nez 3 neni znama4 a predstavuje jeden
z nejveétsich otevienych problémt v soucasné teorii slozitosti. V této chvili je dokonce
myslitelné (i kdyZ nepravdépodobné), Ze by vSechny funkce ve t¥idé NP mohly byt
pocitdny pomoci prahovych obvod@ hloubky 3 s polynomidlnim pocétem hradel.
V takovém piipadé by se T'C-hierarchie zhroutila v hloubce 3, tj. TC® C TCY.

3.1.5 Symetrické booleovské funkce:

Dulezitou t¥idou booleovskych funkei jsou symetrické funkce, jejichZ hodnoty neza-
visi na poradi vstupnich proménnych, tj. hodnota symetrické funkce zavisi jen na
poctu vstupnich bitd s hodnotou 1. Typickym pfikladem symetrické funkce je parita.
Je znamo, Ze libovolnou symetrickou funkci n proménnych je mozné implementovat
pomoci prahového obvodu velikosti O(+/n) hradel a hloubky 3 s polynomialnimi va-
hami (Siu a kol., 1991). Navic velikost takového obvodu je témét optimélni, protoze
v nejhorsim pfipadé musi obvod obsahovat aspoii £2(1/n/ logn) hradel, i kdyz povo-
lime neomezenou hloubku a vahy. Pro hloubku 2 O’Neil (1971) dokézal ptiléhavou
dolni mez Q(y/n).

Tento vysledek také dosvédcuje, ze prahové obvody jsou vypocetné silnéjsi nez
tzv. AND-OR obvody, jejichz hradla pocitaji jen zékladni logické funkce AND, OR
a NOT. Bylo totiz dokdzano (Furst a kol., 1984; Yao, 1985; Hastad, 1989), Ze pa-
ritu nelze pocitat pomoci AND-OR obvodiu polynomidlni velikosti a konstantni
hloubky (odpovidajicich sloZitostni t¥idé oznacované AC?). To vedlo k domnénce
AC® C TCY slabgiho kolapsu T'C?-hierarchie. Céste¢ny vysledek v tomto sméru do-
sahl Allender (1989), kdyz dokazal, ze funkce z AC? lze poéitat pomoci prahovych
obvodit hloubky 3 a subexponencialni velikosti n'°2" " pro né&jakou konstantu c.

3.1.6 Aritmetické funkce:

Vypocetni silu prahovych obvodt polynomialni velikosti a konstantni hloubky bu-
deme dale ilustrovat na jejich schopnosti implementovat zakladni aritmetické funkce
(Razborov 1992; Roychowdhury a kol., 1994; Siu a kol., 1995). Napiiklad s pouzi-
tim vysledku Goldmanna a Karpinského (1998) je mozné zkonstruovat dvouvrstvé
perceptronové sité polynomidlni velikosti s polynomidlnimi vdhami pro porovnani
a pro soucet dvou (resp. dokonce n) n-bitovych bindrnich ¢isel (Alon, Bruck, 1994,
resp. Siu, Roychowdhury, 1994). Nebo souéin a podil dvou n-bitovych bindrnich
¢isel, n-tou mocninu (Siu, Roychowdhury, 1994) a tfidéni n takovych ¢isel (Siu a
kol., 1993) je mozné implementovat pomoci t¥ivrstvych siti.

Z vysledku Hajnala a kol. (1993) vyplyva, Ze pro polynomidlni velikost a vahy
nen{ mozné hloubku téchto aritmetickych obvodt zmensit (Hofmeister, Pudlak,
1992; Wegener, 1993; Siu a kol., 1993) kromé obvodu pro mocninu, kde je tato
otazka oteviena. Na druhou stranu mohou byt polynomialni velikosti obvodi, které
maji optimalni hloubku, pfilis velké na to, aby se daly prakticky realizovat. V tako-
vém pripadé lze pridanim vrstvy snizit pocet hradel na rozumnou miru. Naptiklad
t¥ivrstvou sit nepiijatelné polynomidlni velikosti O(n?"logn), ktera nisobi dvé n-
bitova ¢isla, je mozné nahradit ekvivalentnim ¢tyfvrstvym obvodem s O(n?) praho-
vymi hradly (Siu, Roychowdhury, 1994). V hloubce 4 lze pak také realizovat souéin
n n-bitovych bindrnich éisel (Siu, Roychowdhury, 1994).

Uvedené vysledky o optimalni hloubce aritmetickych prahovych obvodt poly-
nomialni velikosti a vah jsou shrnuty v tabulce 1 (Razborov, 1992; Hofmeister,



funkce H dolni odhad \ horni odhad ‘

porovnani 2 2
soucet 2 2
nasobny soucet || 2 2
soucin 3 3
déleni 3 3
mocnina 2 3
tiidéni 3 3
nasobny soucin || 3 4

Tabulka 1: Pocet vrstev dopfedné sité polynomialni velikosti a vah pocitajici arit-
metické funkce.

1994). Vyplyva z nich, Ze libovolnou analytickou funkci je mozné s velkou pfesnosti
aproximovat pomoci perceptronové sité polynomialni velikosti a vah s vyuzitim jen
malého konstantniho po¢tu vrstev, pokud je redlnd hodnota argumentu této funkce
kédovana bindrné pomoci n vstupnich biti sité (Reif, Tate, 1992).

3.1.7 Celkova délka propojeni:

Teprve nedavno byla zavedena nova slozitostni mira doptednych siti, tzv. celkovd
délka propojeni (total wire length) (Legenstein, Maass, 2002, 2005). Tato mira se
snazi postihnout nékteré dilezité aspekty VLSI implementace specidlnich obvodi,
napf. neuronovych siti uréenych pro efektivni zpracovani velkého poctu paralelnich
senzorickych vstupti. V jednom z moznych modela se predpokladd, ze hradla jsou
umisténa v prunikovych bodech dvoudimenzionalni mrizky, kterd ma jednotkovou
vzdalenost mezi sousednimi prinikovymi body. Hradla mohou byt spojena v roviné
libovolné pomoci vodica, které se mohou kiizit. Celkova délka propojeni je pak
definovana jako minimalni hodnota sou¢tu délek vodi¢ti v obvodu vzhledem ke vSem
moznym umisténim hradel. Obecné (prahové) hradlo s k vstupy je zde modelovano
jako mikroobvod (s jednotkovym ¢asem vypoétu) pokryvajici k& prinikovych bodu
mfrizky, které jsou spojeny vodic¢em libovolnym zptisobem.

Architektura dopfedné sité, kterd by méla optimélni (napf. téméf linedrni) cel-
kovou délku propojeni, se musi zasadné lisit od bézné navrhovanych obvodi, protoze
Guplné propojeni mezi dvéma dvoudimenzionalnimi vrstvami s linedrnim poc¢tem hra-
del O(n) vyzaduje celkovou délku propojeni Q(n?®). Napiiklad booleovskou funkci
PFp:{0,1}?%* — {0,1} (k > 2) definovanou jako P¥p(x1,... 2,24, ..., 2}) =1,
pravé kdyz existuje 1 < i < j < k takové, ze x; = x; = 1, ktera je prototy-
pem detektoru jednoduchého globalniho vzoru, lze pocitat pomoci dvouvrstvé sité
s 2log, k + 1 prahovymi hradly a celkovou délkou propojeni O(klog k) (Legenstein,
Maass, 2002).

3.2 Analogové dopiedné sité

V tomto odstavci porovname vypocetni vlastnosti bindrnich dopfednych neurono-
vych siti a analogovych acyklickych siti s aktivaéni funkei logistickou sigmoidou (5),
i kdyz nasledujici vysledky jsou platné i pro obecnéjsi t¥idy sigmoidélnich hradel.
Tyto analogové sité jsou pravdépodobné nejéastéji pouzivanym vypocetnim mode-
lem v praktickych aplikacich neuronovych siti, nap¥. pfi uceni pomoci algoritmu
backpropagation (Rumelhart a kol., 1986). Booleovské prahové obvody je ziejmé
mozné implementovat pomoci analogovych dopfednych siti stejné topologie tak,
Ze zvysime absolutni hodnotu vah (vyndsobenim nenulové excitace (1) dostateéné



velkym kladnym ¢islem) v p¥ipadé, Ze je t¥eba pfesnéjsi aproximace Heavisideovy
funkce (3) pomoci logistické sigmoidy (5) (Maass a kol., 1991).

3.2.1 Konstantni velikost:

Na druhou stranu pouzitim realnych hodnot stavi neurond lze dosdhnout efek-
tivnéjsich implementaci funkci pomoci malych analogovych sitich konstantni veli-
kosti. Napiiklad booleovskou funkci Fy : {0,1}?* — {0,1} (k > 1) definovanou
jako Fy(z1,...,xp, 24, ..., 2)) = Majority(xy, ..., x,) ®Majority(x], ..., x}), kde
Majority(zq,...,x,) = 1, pravé kdyz Zle T > g, a @ znadi funkci XOR, lze poci-
tat pomoci dvouvrstvé sité skladajici se z péti analogovych jednotek s omezenymi
vdhami a s vystupni separaci e = Q(k=?) (resp. € = (1), pokud povolime polyno-
midlni vdhy). Funkci Fj, v8ak nelze implementovat pomoci dvouvrstvé bindrni sité
s konstantnim poctem prahovych hradel, i kdyZ povolime neomezené vihy (Maass
a kol., 1991). Tento vysledek dosvédcuje, ze analogové dopiedné sité jsou o trochu
siln€jsim vypocetnim prostfedkem nez jejich binarni protéjsky.

Podobny vysledek, ktery vSak nezavisi na hloubce obvodu, byl dokazan pro
undrni druhou mocninu SQy : {0, 1}k2+k — {0,1} (k > 1) definovanou jako
SQr(x1y. .. Tk, 21, .., 252) = 1, pravé kdyz (Zle x;)? > Zf; z;. Tuto funkci
je mozné pocitat jen pomoci dvou analogovych jednotek s polynomialnimi vahami
a separaci ¢ = (1), zatimco libovolnd bindrni dopfednd sit, kterd pocitd SQy,
mé velikost aspori Q(logk) prahovych hradel i pro neomezenou hloubku a vahy
(DasGupta, Schnitger, 1996). Tedy velikost dopfedné sité 1ze nékdy zmensit o loga-
ritmicky faktor, kdyz nahradime prahova hradla sigmoidalnimi.

3.2.2 Polynomialni velikost:

Slozitostni t¥idu T'CY je mozné zobecnit pro analogové sité tak, ze TCY (o) (d > 1)
obsahuje vsechny funkce, které 1ze pocitat analogovymi dopfednymi sitémi poly-
nomidlni velikosti a hloubky d, s polynomidlnimi vahami, aktiva¢ni funkci (5) a
separaci € = Q(1). Ukazuje se, Ze na této Grovni analogové a binarni tf¥idy splyvaji,
tj. TC% o) = TCY pro kazdé d > 1 (Maass a kol., 1991). Jingmi slovy analogové
a binarni dopredné sité polynomidlni velikosti s danym poctem vrstev maji stej-
nou vypocetni silu, a proto i v pripadé analogovych siti si tfivrstvé sité zachovavaji
vypocetni pfevahu nad dvouvrstvymi. Tato vypocetni ekvivalence analogovych a
binarnich dopfednych siti polynomialni velikosti plati i pro neomezenou hloubku a
exponencialni vahy, pokud povolime vzrist poctu vrstev u binarni sité o konstantni
faktor (DasGupta, Schnitger, 1993).

4 Rekurentni neuronové sité

Architekturu rekurentnich (cyklickych) neuronovych siti tvoii obecné cyklicky graf,
a proto vypocty téchto siti nemusi skonc¢it po kone¢ném poctu kroki. Pro rekurentni
sité lze uvaZovat rizné vypocetni médy (rezimy) v zavislosti na volbé mnozin aktu-
alizovanych jednotek oy ve vzorci (2). Rekurentni sif pracuje v sekvencénim mdédu,
jestlize v kazdém casovém okamziku ¢ > 1 nejvyse jedna jednotka aktualizuje sviij
stav podle (2), tj. |az| < 1. Abychom formdlné vylouéili dlouhé konstantni mezi-
vypocty, kdy jsou aktualizovany jen ty jednotky, které ve skutecnosti neméni své
vystupy, zavadi se koncept tzv. produktivniho vypoctu délky t*, v jehoz pribéhu se

v kazdém casovém kroku 1 < ¢t < t* aktualizuje aspon jedna jednotka j € oy tak, ze
(t) + (t—1)
Y 7 Y;
stabilniho stavu y*") v ¢ase t* > 0, jestlize y*") = y(*"+%) pro vsechna k > 1 (resp.
pro analogové sité plati aspon [ly(*") — y* +%)|| < ¢ pro néjakou malou konstantu

. Produktivni vypocet rekurentni sité skonci, konverguje nebo dosdhne
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0 < e < 1). Obvykle se predpoklada systematickd volba oy, napf. ars4; = {j} pro
7=1,...,s,kde 7 = 0,1,2,... pfedstavuje diskrétni makroskopicky cas. V ramci
jednoho makroskopického kroku jsou aktualizoviny vSechny jednotky v siti (obecné
mohou nékteré z nich aktualizovat sviij vystup vicekrat). Naproti tomu v paralelnim
rezimu vypoctu existuje casovy okamzik ¢ > 1, ve kterém aspon dva neurony sou-
Casné prepoCitavaji sviyj novy vystup, tj. |az| > 2. Typicky se uvazuje plné paralelni
méd, ve kterém jsou v kazdém casovém kroku aktualizovany vSechny jednotky, tj.
ay =V pro vSechna t > 1.

Pti asynchronnich vypoctech je volba aktualizacni mnoziny «; ndhodné, takze
kazda jednotka v siti se de facto nezavisle rozhoduje, kdy bude aktualizovat sviij
stav. Oproti tomu pii synchronnich vypoctech jsou mnoziny oy deterministicky
urceny predem pro kazdy ¢asovy okamzik ¢. Pro bindrni stavy bylo ukdzéno (Orpo-
nen, 1997b), ze zdanlivé slabsi asynchronni model mé v podstaté stejnou vypocetni
silu jako jeho systematicky synchronni protéjsek v sekvencénim i paralelnim médu
dokonce i v pfipadé symetrickych siti (viz odstavec 4.3). Proto se déle vétsinou
omezime na synchronni model.

Pro tcely univerzalnich vypocti nad vstupy libovolné délky byly pro rekurentni
sité zavedeny rizné vstupni protokoly. V odstavci 4.1 popiSeme vstupni protokol
pro konecné sité s kone¢nym pevnym poctem jednotek, zatimco v odstavci 4.4 se
budeme zabyvat nekoneénymi posloupnostmi cyklickych siti, které obsahuji jednu
sit pro kazdou délku vstupu.

4.1 Konec¢né neuronové akceptory jazyka

Vypocetni sila rekurentnich siti se podobné jako u tradi¢nich vypocetnich modela
studuje tak, Ze se sité pouzivaji jako akceptory jazykt L C {0,1}* = U,>0{0,1}"
nad binarni abecedou. Jazyk L odpovida danému rozhodovacimu problému v tom
smyslu, ze L se sklad4 ze vstupnich instanci, pro které je odpovéd na tento problém
»ano”. Napriklad rozhodovaci problém, zda je dana booleovska formule splnitelna,
je reprezentovany jazykem SAT obsahujicim v8echny splnitelné booleovské formule.
Rikdme, ze jazyk L C {0,1}* s charakteristickou funkei ¢y, : {0,1}* — {0,1} (tj.
slovo x € {0, 1}* nélezi do jazyka L, pravé kdyz cr,(x) = 1) je pfijimdn (rozpoznd-
vdn) vypodetnim modelem M (resp. odpovidajici rozhodovaci problém je FeSitelny
pomoci M), jestlize M parcidlné implementuje ¢z, ve smyslu, Ze vypocet M nemusi
skoncit pro vstupy x ¢ L. Dale M rozhoduje L, jestlize M implementuje ¢y, totalné,
napf. Turingovy stroje rozhoduji rekurzivni jazyky.

V pripadé koneénych siti, tzv. neuronovych akceptori, pracujicich v plné paralel-
nim rezimu je vstupni slovo (Fetézec) x = x1 ...z, € {0,1}" libovolné délky n > 0
prezentovano siti sekvencné bit po bitu prostfednictvim vstupniho neuronu in € V.
Stav této vstupni jednotky je externé nastaven na pfislusné bity v predepsanych
casovych krocich bez ohledu na vliv zbyvajicich neuront v siti. Vystupni neuron
out € V nasledné signalizuje, jestli vstupni slovo x nalezi do pfislusného jazyka L.

Specidlné v pripadé bindrnich neuronovych akceptori, zalozenych na neurono-
vych sitich s binarnimi stavy, se vstupni bity x1, ..., z, predkladaji siti sekvenéné
s periodou p > 1 diskrétnich kroki, tj. yz(.g(l_l)) =ux; prot=1,...,n, a vystupni
neuron rozhoduje kazdy prefix vstupniho slova on-line s moznym ¢asovym zpozdé-
nim k£ > 1:

(p(i—1)+k+1) _ { 1 jestlize zy...x; € L )
Yout TV 0 jestlize xy...2; ¢ L.

Pro binarni sité se da ukazat, ze konstantni ¢asové zpozdéni k je mozné snizit na
jednotkové za cenu jen linedrniho naristu velikosti sité (Sima, Wiedermann, 1998).
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Deterministické sité Doména Pravdépodobnostni sité
Doména neomezeny | polynomialni | pravdépo- | neomezeny | polynomidlni
vah cas cas dobnosti cas cas
celoCiselné || regularni regularni realné regularni regularni
racionalni rekurzivni | P racionalni | rekurzivni | BPP
realné libovolné Pref-BPP/log
redlné libovolné P /poly redlné libovolné P /poly

Tabulka 2: Vypocetni sila deterministickych a pravdépodobnostnich analogovych
siti se saturovanou linearni aktivaéni funkci pracujicich v diskrétnim case.

V piipadé analogovych siti obvykle p = 1 a konec vstupniho slova je detekovan
validacnim vstupnim neuronem ival € V', napr.

@ _J 1 prot=0,...,n-1
Yival _{ 0 pI'OtZ n. (10)

Vystupni neuron pak po néjakém case T'(n) > n, ktery zdvisi na délce vstupu n,
hlasi vysledek rozpoznavani

@ _ [ 1 jestliZexeLat=T(n) (1)
out =1 0 jinak.

Piislusny okamzik je opét detekovan valida¢nim vystupnim neuronem oval € V:

& |1 prot=T(n)
Yoval = { 0 prot#T(n). (12)

V analogovych sitich je mozny alternativni vstupni protokol (Siegelmann, Sontag,
1995), pii kterém se vstupni slovo x libovolné délky n zakdéduje do redlného poca-

te¢niho stavu vstupniho neuronu, napft. y'0) = S (2 +1)/4%

mn

4.2 Konecéné asymetrické rekurentni sité

Vypocetni sila konecnych rekurentnich neuronovych siti s obecné asymetrickymi
védhami a saturovanou linedrni aktivaéni funkci (4) zdvisi na popisné slozitosti vah.
Pfislusné vysledky jsou shrnuty v tabulce 2 (Siegelmann, 1994) véetné srovnani
s pravdépodobnostnimi rekurentnimi sitémi, kterymi se budeme zabyvat v od-
stavci 5.2.

4.2.1 Binarni sité:

Pro celociselné vahy tyto modely splyvaji s koneénymi binidrnimi rekurentnimi
sitémi s Heavisideovou aktiva¢ni funkei (3). Jelikoz bindrni neuronové akceptory
slozené z prahovych hradel maji jen konecny pocet globalni stavii, jejich vypocetni
sila odpovida koneénym automatiim rozpoznavajicim reguldrni jazyky (Kleene, 1956;
viz také Minsky, 1967), proto se jim nékdy k& neuromaty. P¥i studiu efektivity neu-
ronovych implementaci kone¢nych automatt byly uvazovany jemnéjsi miry slozitosti
(Alon a kol., 1991). Napiiklad dany deterministicky koneény automat s g stavy je
mozné simulovat neuromatem velikosti O(,/g) s konstantni periodou p = 4 predkla-
dani vstupnich bitt (Horne, Hush, 1996; Indyk, 1995). Velikost €2(,/q) simulujiciho
neuromatu nelze v nejhor$im pfipadé snizit, pokud je perioda nejvyse p = O(log q)
(Horne, Hush, 1996) nebo pokud pfedpokldddme polynomidlni vahy (Indyk, 1995).
Velikost neuromati mizeme také porovnat s délkou reguldrnich vyrazl, které maji
veétsi popisnou silu nez deterministické kone¢né automaty. Libovolny regularni jazyk
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popsany regularnim vyrazem délky ¢ lze rozpoznat neuromatem optimalni velikosti
O(¢) (Sima, Wiedermann, 1998). Na druhou stranu lze sestrojit neuromat linearni
velikosti rozpoznévajici reguladrni jazyk, ktery lze prokazatelné popsat jen regu-
larnim vyrazem exponencidlni délky, coz potvrzuje velkou deskriptivni schopnost
neuromatu.

4.2.2 Analogové sité s racionalnimi vahami:

Konecéné analogové rekurentni sité s raciondlnimi vdhami a saturovanou linearni ak-
tivaéni funkci (4) mohou simulovat Turingtv stroj dokonce tak, ze kazdy pfechod
Turingova stroje je realizovan v jednom ¢asovém kroku sité (Siegelmann, Sontag,
1995). Aplikaci tohoto vysledku na univerzalni Turingtv stroj dostdvéame, Ze li-
bovolnou funkci vyé¢islitelnou na Turingové stroji v ¢éase T'(n) lze pocitat pomoci
fizni analogové rekurentni sité jen s 886 jednotkami v ¢ase O(T'(n)). Velikost této
univerzalni sité je mozné dale redukovat jen na 25 neuronid za cenu nariistu casu
simulace na O(n?T'(n)) (Indyk, 1995). Z uvedeného vyplyva, Ze vypocty kone¢nych
analogovych siti s raciondlnimi vdhami v polynomidlnim case odpovidaji znamé
slozitostni tfidé P. Turingovska univerzalita byla dokézana i pro obecnéjsi t¥idu ak-
tiva¢nich funkci (Koiran, 1996) véetné logistické sigmoidy (5) (Kilian, Siegelmann,
1996), i kdyZz v tomto pfipadé zndmé simulace vyZaduji exponencialni ¢asovou rezii
k realizaci jednoho pfechodu Turingova stroje.

4.2.3 Analogové sité s realnymi vahami:

Konecné analogové rekurentni sité€ s obecnymi redlnymi vadhami a saturovanou li-
nearni aktiva¢ni funkci (4) mohou teoreticky implementovat ,super-turingovské”
vypocty diky neomezenému mnozstvi informace, kterou lze zakdédovat do jejich
realnych vah s neomezenou presnosti. Vypocetni sila takovych analogovych neu-
ronovych akceptord pracujicich v ¢ase T'(n) je stejna jako u nekonecnych (neuni-
formnich) posloupnosti prahovych obvodd, jejichz velikost je polynomidlni vzhledem
k T'(n) (Siegelmann, Sontag, 1994). To znamend, Ze vypoCty téchto siti v polyno-
midlnim ¢ase odpovidaji neuniformni t¥idé slozitosti P/poly a v exponencidlnim
¢ase pomoci nich 1ze pocitat libovolnou vstupné-vystupni funkci. Polynomialni vy-
poc¢ty konecnych analogovych neuronovych siti s rostouci kolmogorovskou slozitosti
(objem informace) redlnych vah dokonce definuji vlastni hierarchii neuniformnich
sloZitostnich t¥id mezi P a P/poly (Balcazar a kol., 1997). Pokud se omezime jen na
rekurzivni (algoritmicky definované) vahy, analogové sité mohou v polynomialnim
Case rozhodnout pravé jazyky z rekurzivni ¢asti P/poly, kterd je ostfe vétsi nez P.
To znamend, ze tento model vykazuje vyssi efektivitu i bez pouziti nerekurzivnich
vah.

4.2.4 Analogovy Sum:

Vsechny pfedchozi vysledky tykajici se analogovych vypocétid koneénych rekurent-
nich neuronovych siti pfedpokladaji operace nad realnymi ¢isly s neomezenou pies-
nosti. Nicméné pokud jsou vystupy jednotlivych analogovych neuroni vystaveny
libovolnému analogovému Sumu, pak tyto sité nejsou vypocetné silnéjsi nez neuro-
maty (Casey, 1996; Maass, Orponen, 1998). Dokonce pro bézné pravdépodobnostni
rozdéleni Sumu, kterd jsou nenulova na dostatecné velké ¢asti stavového prostoru,
nejsou tyto sité schopné rozpoznat vSechny reguldrni jazyky (Maass, Sontag, 1999;
Siegelmann a kol., 2000), ale rozpoznédvaji spolehlivé tzv. definitni jazyky (Rabin,
1963). Jazyk L je definitni, jestlize existuji dvé koneéné mnoziny slov Ly a Ly ta-
kové, ze w € L, pravé kdyz bud w € L1, nebo w = vyvy pro néjaky prefix v;
a vg € Lo. Na druhou stranu pokud je trovenl Sumu omezend, pak lze spolehlivé
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rozpoznat vSechny reguldrni jazyky a horni odhady na velikost pfislusnych neuro-
matt zminované v odstavci 4.2.1 jsou platné pro velkou tifidu aktiva¢nich funkci
o, které maji riizné konecéné limity v nevlastnich bodech (Maass, Orponen, 1998;
Siegelmann, 1996; Sima, 1997).

4.2.5 Problém zastaveni:

Pro konec¢né rekurentni sité byla analyzovana slozitost riuznych dilezitych rozhodo-
vacich problému. Napiiklad otézka, zda méa dand binarni sif asponl jeden stabilni
stav, je NP-tplny problém (Alon, 1985; Godbeer a kol., 1988; Lipscomb, 1987; Po-
rat, 1989). Nebo problém zastaveni sité, tj. zda rekurentni sit skoné¢i svij vypocet
nad danym vstupem, je pro binarni stavy PSPACE-tplny (Floréen, Orponen, 1994;
Lepley, Miller, 1983; Porat, 1989). Tato otdzka je algoritmicky nerozhodnutelnd
pro analogové sité€ s racionalnimi vdhami a 25 jednotkami, coz je disledkem turin-
govské vypodetni univerzality takovych siti (Indyk, 1995). Jesté poznamenejme, Ze
vypocty rekurentnich siti velikosti s, které se vidy zastavi v ¢ase nejvyse t*, lze
z¥ejmé rozvinout do obvodu velikosti st* a hloubky t* (Savage, 1972). To znamen4,
ze doptredné a konvergentni rekurentni sité maji principialné stejnou vypocetni silu
(Goldschlager, Parberry, 1986).

4.3 Konec¢né symetrické rekurentni sité

Dulezitym specidlnim pfipadem rekurentnich siti jsou symetrické, resp. Hopfieldovy
sité, jejichz véhy splituji w(i,j) = w(j,i) pro kazdé i, € V, a tedy odpovidajici
architekturu tvori neorientovany graf.

4.3.1 Konvergence:

Dynamika symetrickych (Hopfieldovych) siti je podfizena tzv. Ljapunovové, resp.
energetické funkci F, definované na stavovém prostoru sité. Tato funkce je ome-
zend a klesd podél trajektorie kazdého produktivniho vypoctu. Z existence takové
funkce vyplyva, Ze sit vZdy konverguje k néjakému stabilnimu stavu, ktery odpovida
lokdlnimu minimu E. Bindrni symetrické sité, které spliuji w(j,j) > 0 pro kazdé
j € V (takové sité se nékdy nazyvaji semijednoduché), vzdy konverguji v sekve-
nénim rezimu z libovolného pocétecniho stavu (Hopfield, 1982). Tento vysledek je
mozné dokdzat napi. pomoci energetické funkce

1 S
3 > wjiyi +wyjy; | - (13)

E(y) =~ v | wjo+
j=1 i=1; 0]

Na druhou stranu paralelni vypocty bindrnich Hopfieldovych siti (véetné nesemi-
jednoduchych) bud doséhnou stabilniho stavu, napf. kdyz je kvadratickd forma (13)
negativné definitni (Goles, 1987; Goles-Chacc a kol., 1985), nebo nakonec st¥idaji
dva rizné stavy (Bruck, Goodman, 1988; Goles, Olivos 1981a; Goles, 1987; Poljak,
Stra, 1983; Tchuente, 1986). S pouzitim Ljapunovovy funkce (13) rozsifené o adi-
tivni ¢len 25:1 Oyj o~ (y)dy byly uvedené vysledky dale zobecnény pro analogové
symetrické sité s aktivacni funkci o. Konkrétné bylo za slabého predpokladu plat-
nosti jisté hypotézy ukazano, ze tyto sité€ konverguji k pevnému bodu nebo k limit-
nimu cyklu délky nejvyse dvou paralelnich stavovych aktualizaci (Fogelman-Soulié
a kol., 1989; Koiran, 1994).

4.3.2 Cas konvergence:

Cas konvergence, resp. doba vypoctu Hopfieldovy sité je pocet aktualiza¢nich dis-
krétnich krokd potfebnych k tomu, aby sit dosahla stabilniho stavu (pro analogové
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sité v rdmci dané pfesnosti). U symetrickych siti s s bindrnimi neurony plati trivi-
alni horni odhad 2° kroki, protoze sif ma v tomto p¥ipadé jen 2° rtiznych stavi.
V nejhorsim pfipadé mtize byt ¢as konvergence opravdu exponencidlni v sekvenénim
(Haken, Luby, 1988) i paralelnim (Goles, Olivos, 1981b) rezimu. Piikladem takové
symetrické sité je sekvencni, resp. paralelni, implementace binarniho c¢itace, ktery
prochazi vétsinu stavového prostoru sité a konverguje po Q(2%/%) asynchronnich
sekvenénich aktualizacich (Haken, 1989), resp. po ©(2%/3) plné paralelnich krocich
(Goles, Martinez, 1989, 1990). Na druhou stranu byla pro binarni Hopfieldovy sité
dokazéna za rozumnych pfedpokladti velmi rychld konvergence v primérném pii-
padé po faddové O(loglog s) paralelnich krocich (Komlés, Paturi, 1988). Nicméné
uvedené odhady neberou v tivahu velikost vah. Z definice energetické funkce (13)
vyplyva horni mez O(W) na ¢as konvergence binarnich symetrickych siti pracujicich
v sekvenénim (Fogelman a kol., 1983; Goles, 1985; Goles-Chacc a kol., 1985; Goles,
Martinez, 1990), resp. paralelnim rezimu (Goles, 1987), kde W = > .y |wji| je
celkovd vdha sité. Napi. Floréen (1991) vyjadfil tento horni odhad pfesnéji pro ce-
loc¢iselné vahy. Tedy binarni Hopfieldovy sité s polynomialnimi vahami konverguji
v polynomialnim case. Pro analogové Hopfieldovy sité je mozné Cas konvergence
vyjadiit vzhledem k poctu bitd potfebnych k reprezentaci jejich vah a da se zkon-
struovat analogova symetricka sit, jejiz vypocet skonéi pozdéji nez vypodet libovolné
binarn{ Hopfieldovy sité se stejnou velikosti reprezentace (Sima a kol., 2000).

4.3.3 Stabilni stavy:

Pri pouziti Hopfieldovy sité jako asociativni paméti odpovidaji stabilni stavy uloze-
nym vzortm, proto je stanoveni poc¢tu stabilnich stavil v siti dilezitym problémem.
Bylo ukézéno, ze binarni Hopfieldova sif velikosti s, jejiz vahy (kromé w;; = w;o =
0, j € V) jsou nezévislé identicky distribuované gaussovské ndhodné veli¢iny s nu-
lovou stfedni hodnotou, ma v primérném piipadé asymptoticky 1.05 x 20-2874 sta-
bilnich stavii (McEliece a kol., 1987; Tanaka, Edwards, 1980). AvSak problém, zda
méa dand binarni symetrickd sif napf. (pokud je nesemijednoduchd) aspon jeden
(Floréen, Orponen, 1989), dva (Lipscomb, 1987) nebo t¥i (Floréen, Orponen, 1989)
stabilni stavy, je NP-tuplny. Ve skutec¢nosti je urceni presného poctu stabilnich stavt
v dané bindrni Hopfieldové siti algoritmicky tézky problém (Floréen, Orponen, 1989;
Lipscomb, 1987). Také napf. problém vypocétu poloméru atrakce daného stabilniho
stavu, coz je nejvétsi pocet bith stabilniho stavu, které miizeme zménit, aby pfislu-
$né Hopfieldova sif v sekvenénim nebo paralelnim rezimu vzdy konvergovala zpatky
k tomuto stavu, je NP-tézky a nelze jej rozumné aproximovat v polynomialnim case,
pokud P # NP (Floréen, Orponen, 1993).

4.3.4 Problém minimalni energie:

Hopfieldovy sité se také pouzivaji pro heuristické feSeni tézkych kombinatorickych
optimalizaénich problémit (Hopfield, Tank, 1985). Ucelova funkce optimalizaéniho
problému je v tomto pfipadé zakédovana do energetické funkce Hopfieldovy sité,
ktera je minimalizovana v prabéhu jejiho vypoctu. Proto se problém nalezeni stavu
Hopfieldovy sité s minimalni energii nebo energii mensi nez je pfedepsana hodnota
tési zvlastni pozornosti. Nicméné tento problém je obecné NP-tiplny pro binarni
(Barahona, 1982; Bertoni, Campadelli, 1994) i analogové (Sima, a kol., 2000) Hop-
fieldovy sit€, i kdyz pro binarni sité s planarni topologii je fesitelny v polynomialnim
¢ase (Barahona, 1982). Navic pro bindrni symetrické sité s vahou W existuje po-
lynomialni aproximacni algoritmus, ktery je zaloZeny na vykonném aproximacnim
algoritmu pro problém maximéalniho fezu v grafu (Goemans, Williamson, 1995; Ma-
hajan, Ramesh, 1999) a fesi problém minimalni energie s garantovanou absolutni
chybou mensi nez 0.243W (Sima a kol., 2000). Pro W = O(s?), tj. napi. pro Hop-
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fieldovy sité s s binarnimi neurony a konstantnimi vahami, tento vysledek odpovida
dolni mezi Q(s?>~¢) pro absolutni chybu, kterou nelze garantovat zadnym polyno-
midlnim aproximacénim algoritmem pro kazdé ¢ > 0, pokud P # NP (Bertoni,
Campadelli, 1994).

4.3.5 Vypocdetni sila:

Nakonec podame struény piehled vysledkti o vypocetni sile Hopfieldovych siti (srov-
nej s odpovidajicimi vysledky pro asymetrické sité prezentovanymi v odstavci 4.2).
V pripadé binarnich stavil neuront jsou symetrické sit€é schopné simulovat libovolné
konvergentni asymetrické sité za cenu jen linedrniho nartustu casu a velikosti simu-
lujici Hopfieldovy sité (Orponen, 1996; Sima a kol., 2000). Tato efektivni obracena
implikace slavné Hopfieldovy konvergenéni véty (viz odstavec 4.3.1) tedy ukazuje,
ze pro symetrické binarni sité plati ekvivalence

“konvergence = symetrie vah”,

tj. nejen Ze vSechny binarni symetrické sité konverguji, ale vSechny konvergentni
vypocty libovolné binarni asymetrické neuronové sité mohou byt efektivné imple-
mentovany pomoci Hopfieldovy sité. Tento vysledek byl jiz diive zndm pro dopiedné
sité, které je mozné implementovat pomoci symetrickych rekurentnich siti se stejnou
architekturou (Parberry, 1994). Na druhou stranu symetrické neuromaty s predem
neomezenou délkou vstupniho slova jsou slab$im vypocetnim prostfedkem nez ko-
necné automaty a rozpoznavaji jen vlastni podtfidu regularnich jazykd, které se
nazyvaji Hopfieldovy jazyky (Sima, Wiedermann, 1998). D4 se ukazat, Ze regularni
jazyk L C {0,1}* je Hopfieldtv, pravé kdyz pro kazdy prefix a sufix vq, vy € {0,1}*
a dvoubitovy fetézec x € {0,1}? existuje kg takové, ze bud vix*v, € L pro viechna
k > ko, nebo vixFvy & L pro vechna k > k.

Také analogové symetrické neuronové akceptory jsou schopné spolehlivé rozpo-
znat Hopfieldovy jazyky (Sima, 1997), coz piedstavuje dolni odhad na jejich vy-
pocetni silu. Diky jejich konvergenénim vlastnostem (viz odstavec 4.3.1) je vsak
nepravdépodobné, Zze by konecné analogové Hopfieldovy sité byly schopné simulo-
vat libovolny Turingtv stroj. Nicméné, pokud k analogové symetrické siti pracujici
v plné paralelnim rezimu pridame externi oscilator, ktery generuje posloupnost bita
obsahujici nekoneéné mnoho tifbitovych podietézcti tvaru baxb € {0,1}3, kde b # b,
pak tento model muze simulovat libovolnou asymetrickou rekurentni sif se stejnou
kolmogorovskou slozitosti redlnych vah. To znamend, ze vysledky o vypocetni sile
deterministickych asymetrickych siti prezentované v tabulce 2 jsou platné i pro Ho-
pfieldovy sité s pfidanym oscildtorem, napf. pro racionalni vahy jsou turingovsky
univerzalni. Tim dostavame tuplnou charakterizaci vypocetni sily kone¢nych analo-
govych neuronovych siti s racionalnimi vahami ve tvaru

“Turingiv stroj = asymetricka sit = symetricka sit + oscilator”

spolu s nutnou a postacujici podminkou, kterou musi externi oscilator spliovat, aby
tato ekvivalence byla platna.

4.4 Nekoneéné posloupnosti binarnich rekurentnich siti

V odstavci 4.1 jsme se zabyvali kone¢nymi neuronovymi akceptory, které vstupy
s neomezenou délkou zpracovéavaji bit po bitu. Podobné jako u obvodt (odstavec 3)
lze pouzit alternativni vstupni protokol, pii kterém pfedpoklddame nekonec¢nou po-
sloupnost (rodinu) {N,} bindrnich rekurentnich siti, kterd obsahuje jednu sit N,
pro kazdou délku vstupu n > 0. Tedy pro vypocty nad n-bitovymi binarnimi vstupy
x € {0, 1}" se pouziva sit IV,,, u niz jsou stavy n vstupnich neuronti na zac¢atku vy-
pocétu (pocétecni stav) nastaveny na vstup x. Pro rozpoznani jazyka L C {0,1}*
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se pro vstupni slovo x € {0, 1}" pouzije pfislusna sit V,,, kterd poté, co konverguje
v Case t*, signalizuje prostfednictvim svého jediného vystupniho neuronu out, jestli
x nélezi do L, tj. y(ot;t) =1, pravé kdyz x € L. Opét definujeme velikost S(n) jako
pocet jednotek v N,. Posloupnosti binarnich rekurentnich siti polynomidlni veli-
kosti rozpoznéavaji pravé jazyky ze slozitostni tfidy PSPACE/poly (Lepley, Miller,
1983). Ekvivalence mezi konvergentnimi asymetrickymi a symetrickymi sitémi (od-
stavec 4.3.5) implikuje stejnou vypocetni silu pro rodiny Hopfieldovych siti poly-
nomialni velikosti, které také rozpoznavaji PSPACE/poly (Orponen, 1996). Pokud
navic Hopfieldovy sité v téchto posloupnostech maji polynomidini véhy (vzhledem
k délce vstupu n), pak je jejich vypodetni sila charakterizovana t¥idou P/poly.

5 Pravdépodobnostni neuronové sité

V literatufe se setkdvame s rtiznymi stochastickymi variantami diskrétnich per-
ceptronovych siti, jejichz vypocetni vlastnosti byly analyzovany. Definujeme re-
feren¢ni model pravdépodobnostnich (stochastickych) siti tak, ze k piislusné de-
terministické siti pfiddme nahodné binarni vstupni jednotky ¢ € II, jejichZz stavy
v Case reprezentuji nezavislé a identicky distribuované binarni poslotzy;nosti. Tj. pro
¢

%

= 1 pro né-
hodny vstupni neuron ¢ € II, rovna dané hodnoté p; (0 < p; < 1), a tedy ygt) =0
nastava s pravdépodobnosti 1 — p;. Tento referenéni model pravdépodobnostnich
siti je obvykle srovnatelny pomoci vzajemnych polynomialnich simulaci s jinymi
typy stochastickych neuronovych siti, napt. se sitémi s chybovymi stavy ¢i spoji
(Siegelmann, 1999b; von Neumann, 1956) nebo Boltzmannovymi stroji (Ackley a
kol., 1985; Parberry, 1994; Parberry, Schnitger, 1989) apod. P¥i studiu vypocetni
sily se pravdépodobnostni sité pouzivaji k rozpoznavani jazykt podobné jako jejich
deterministické protéjsky. Jazyk L C {0,1}* je e-rozpozndvdn pravdépodobnostni
neuronovou siti, jestlize pravdépodobnost chyby sité je nejvyse e, kde 0 < e < 1/2,
tj. pravdépodobnost, Ze sit odpovi 1 na vstup x € {0,1}*, je aspoii 1 —e¢ prox € L
a nejvyse € pro x ¢ L. Uvedenou symetrii v pravdépodobnosti chyby pfijeti a za-
mitnuti vstupniho slova lze vZdy docilit pfidanim nékolika nédhodnych vstupnich
jednotek (Hajnal a kol., 1993).

vSechny diskrétni casové okamziky t > 0 je pravdépodobnost, Ze y

5.1 Pravdépodobnostni dopredné sité

Pro jednoduchost nejprve uvazujme pravdépodobnostni bindrni dopfedné sité (prav-
dépodobnostni prahové obvody). Rozpoznavéni jazykd pomoci posloupnosti prav-
dépodobnostnich prahovych obvodd s jednim vystupem, které maji velkou prav-
dépodobnost chyby (napf. e = 0.4), neni pfili§ spolehlivé, avSak pravdépodobnost
chyby lze libovolné snizit paralelnim opakovanim vypoctu. Kazdy jazyk, ktery je
e-rozpoznévan (0 < e < 1/2) pravdépodobnostni dopfednou siti hloubky d vrstev
a velikosti s jednotek, mtize byt A-rozpoznavan stochastickym prahovym obvodem
hloubky d + 1 a velikosti [21og,.(;_.) A]s + 1 hradel pro libovolné 0 < A < . Proto
Ize kazdou pravdépodobnostni bindrni dopfednou sit dokonce nahradit p¥ijatelné
velkym ekvivalentnim deterministickym prahovym obvodem. Konkrétné Parberry
a Schnitger (1989) dokézali, Ze pro kazdy jazyk L C {0,1}", ktery je e-rozpoznavin
(1/4 < e < 1/2) pravdépodobnostni dopfednou siti s n vstupy, hloubky d a velikosti
s, existuje (deterministicky) prahovy obvod hloubky d + 1 a velikosti

= aaires: (14)

rozpoznavajici L.
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Slozitostni tiidu 7CY (d > 1) pro posloupnosti prahovych obvodi (viz odsta-
vec 3.1.4) lze zobecnit pro stochastické sité tak, ze odpovidajici pravdépodobnostni
tfida RTCg obsahuje v8echny jazyky, které jsou £(n)-rozpoznévany posloupnostmi
pravdépodobnostnich prahovych obvoda polynomialni velikosti, hloubky d > 1 a
s polynomialnimi vahami, kde pravdépodobnost chyby pro kazdou délku vstupu
n > 0 je dana redlnou posloupnosti £(n) = 1/2—1/n°1). Napiiklad jazyk I P, ktery
obsahuje vstupy, pro které ma booleovsky skalarni soucin (8) hodnotu 1, nélezi do
ttidy RTCY (Hajnal a kol., 1993). To znamena, 7e pravdépodobnostni dopiedné
sité mohou byt efektivnéjsi nez jejich deterministické protéjsky, protoze IP ¢ TCY
(viz odstavec 3.1.4). Na druhou stranu aspoil u neuniformnich posloupnosti prav-
dépodobnostnich prahovych obvodi lze usetfit nejvyse jednu vrstvu, nebot v tomto
piipadé plati RTCY C T02+1 pro kazdé d > 1 (Hajnal a kol., 1993), jak je nacrtnuto
na obrazku 2.

5.2 Pravdépodobnostni rekurentni sité

Vypocetni sila koneénych rekurentnich siti se saturovanou linearni aktivac¢ni funkci
(4) byla analyzovana také pro pravdépodobnostni sité (Siegelmann, 1999b) a vy-
sledky jsou shrnuty a porovnany s deterministickymi modely v tabulce 2. Pro
celociselné vahy binarni pravdépodobnostni sité e-rozpoznavaji regularni jazyky.
Analogové pravdépodobnostni sité s racionalnimi vdhami v polynomidlnim ¢ase e-
rozpoznévaji pravé jazyky z neuniformni t¥{dy slozitosti Pref-BPP /log (viz p¥iloha).
Tato slaba superturingovska vypocetni schopnost je dusledkem toho, ze pravdépo-
dobnosti p; u ndhodnych vstupt ¢ € 11 jsou libovolnd realna cisla. Pokud se ome-
zime na racionéalni hodnoty pravdépodobnosti, pak je vypocetni sila analogovych
pravdépodobnostnich siti s racionalnimi vahami v polynomialnim c¢ase charakteri-
zovana rekurzivni slozitostni tfidou BPP. Nakonec pravdépodobnostni rekurentni
sité s obecnymi realnymi vahami pracujici v ¢ase T'(n) 1ze simulovat pomoci odpo-
vidajicich deterministickych siti v ¢ase nT(n) + n?. To znamen4, 7e polynomialni
vypocty téchto siti jsou také charakterizovany slozitostni tfidou P /poly.

6 Spojity cas

Analogovy stav neuronové sité y(t) € R® pracujici ve spojitém ¢ase (zkracené spo-
jité sité) je definovan pro kazdy redlny Casovy okamzik ¢ > 0 obvykle jako FeSeni
soustavy s diferencialnich rovnic, ve které kazda rovnice odpovida jedné jednotce
ve spojité siti. Pocate¢ni podminky této soustavy jsou dany pocateénim stavem sité
v(0). Vypocetni dynamika spojité sité miize byt zadédna napf¥. soustavou

Wiy = —450) + 0(65(1)) = ~5(1) +0 (Z wjiyz‘<t>> (1%)
=0

pro j = 1,...,s, kde excitace &;(t) jednotky j je definovana vzorcem (1) a o je
saturovand linedrni aktivacéni funkce (4). Pomoci Ljapunovovy funkce

E(y)=- Zyj <wj0 + % Z%‘i%) + Z /Oyj o (y)dy (16)
j=1 i=1 j=1

lze ukézat, Ze spojitd symetrickd sit (wj; = w;;) s vypocetni dynamikou (15) kon-
verguje z libovolného pocéatecniho stavu y(0) ke stabilnimu stavu, pro ktery plati
dy;/dt = 0, resp. y;(t) = o(&;(t)), pro vSechny j = 1,...,s (Cohen, Grossberg,
1983; Hopfield, 1984). V nejhorsim pfipadé vSak mize byt éas konvergence expo-
nencialni vzhledem k velikosti sité (Sima, Orponen, 2003b). Z hlediska vypocetni
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sily lze pro danou bindrni asymetrickou rekurentni neuronovou sit pracujici v dis-
krétnim Case zkonstruovat spojitou symetrickou sif, ktera ji simuluje za cenu jen
linedrniho nartistu velikosti sité (Sima, Orponen, 2003a). To znamen4, Ze posloup-
nosti spojitych (symetrickych) siti polynomidlni velikosti rozpoznévaji aspoii jazyky
z t¥idy PSPACE /poly.

7 Zavér

V této kapitole jsme podali systematicky prehled vysledka tykajici se slozitostné te-
oretickych vlastnosti modelt neuronovych siti, které implementuji digitalni vypocty.
7 prostorovych dtvodt jsme se omezili na tradi¢ni perceptronové jednotky, protoze
jejich vypocetni vlastnosti jsou nejlépe prozkoumany. Jiné typy jednotek byly z to-
hoto hlediska studovany teprve nedédvno a jejich analjza jesté neni iplna. Nicméné
se ukazuje, Ze RBF sité maji srovnatelnou vypocetni silu jako perceptrony (Sorel,
Sima, 2004; Friedrichs, Schmitt, 2005), zatimco WTA (Winner-Take-All) hradla
mohou nékteré funkce implementovat efektivnéji (Maass, 2000). Také sité spiking
neurond maji nepatrné vyssi efektivitu nez perceptronové sité (Maass, 1996, 1997).
Navic spiking neurony kromé toho, ze vérnéji modeluji biologické neurony, pouzi-
vaji frekvenéni kédovani stavi, jehoz vyznam pro efektivni pocitani nepochybné
zasluhuje hlubsi studium.

V naSem pfehledu jsme se dale piredevsim zaméfili na modely neuronovych siti
pracujici v diskrétnim case a o spojitych sitich zatim vime jen to, ze jsou vypocetné
aspon tak silné jako jejich diskrétni protéjsky. To je zptisobeno tim, Ze nemame
k dispozici adekvatni teoretické nastroje (napf. slozitostni miry, redukce, univerzalni
vypocet) pro ,pFirozené” spojité vypocty (Maass a kol., 2002; Moore, 1998; Orponen
1997a). Spojité neuronové sité mohou v tomto ohledu poslouzit jako referencni
modely pro vyvoj takovych néstroji (Ben-Hur a kol., 2002; Gori, Meer, 2002).

Analyza dopfednych perceptronovych siti ukazala, Ze mnohé dulezité funkce
je mozné implementovat pomoci jen nékolika vrstev a rozumného poctu neuront.
Velmi dilezitym vysledkem v tomto kontextu je, ze dvé vrstvy perceptroni nejsou
dostatec¢né pro efektivni implementaci jistych funkci, které vyzaduji t¥ivrstvé sité.
Naproti tomu vypocetni sila rekurentnich siti byla elegantné charakterizovana po-
moci deskriptivni slozitosti vah, jak je shrnuto v tabulce 2, kterd navic ukazuje,
7e stochasticita hraje u modeld neuronovych siti podobnou tlohu jako u Turin-
govych stroji. Analogové stavy rekurentnich siti mohou teoreticky kédovat neko-
necéné mnozstvi informace, coz neni z hlediska praktické implementace realistické,
nicméné analogové neuronové sité s omezenou presnosti realnych parametr mohou
byt oproti binarnim sitim efektivnéjsim vypocetnim prostfedkem. Pro binarni sité
pak umime ukézat, Ze symetrie vah a konvergence sité znamend de facto totéz.

Jak bylo ukazano v tomto pfehledu, nase poznani vypocetni sily neuronovych siti
je z hlediska jejich schopnosti implementovat univerzalni vypoc¢ty celkem uspokojivé.
Dtlezitou oblasti pro dalsi vyzkum je analyza vypocetnich vlastnosti neuronovych
siti pro specializované vypocty z pohledu jejich aplikaci.
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g =0(f(n)): (3 > 0) (3no) (Vn > ng) g(n) <e- f(n).

g=Q(f(n)): (Ie > 0) (Ing) (Vn >ng) g(n) >c- f(n).

g=0(f(n): g=0(f(n)) ag=Q(f(n)).

P: Tfida jazykt rozpoznatelnych (deterministickym) Turingovym strojem v poly-
nomialnim ¢ase, tj. béhem prvnich T'(n) = O(n®) vypodetnich kroka stroje
pro néjakou pevnou konstantu ¢, kde n je délka vstupu (napf. pocet bitt jeho
binérni reprezentace). T¥ida P obsahuje problémy, které jsou povazovany za
vypocetné zvladnutelné.

NP: Trida jazykt rozpoznatelnych nedeterministickym Turingovym strojem v po-
lynomialnim case. Nedeterministicky Turingiv stroj si mtze v kazdém vy-
pocetnim kroku zvolit svoji dalsi akci obecné z mnoziny nékolika (bez (jmy
na obecnosti dvou) moznosti. Z toho vyplyva, Ze pro dany vstup neexistuje
obecné jen jeden (deterministicky) vypocet (cesta), ale celd mnoZina (strom)
moznych vypoc¢ti. Pro prijeti vstupniho slova nedeterministickym Turingo-
vym strojem musi existovat aspon jeden pfijimajici vypocet v této mnoziné.
Jinymi slovy tfida NP obsahuje ty problémy, jejichz feSeni lze nejprve uhad-
nout (odpovidd nedeterministické volbé ptijimajictho vypoctu z mnoziny moz-
nych vypoéti) a pak ovéfit jeho spravnost (zda tento vypocet je opravdu
prijimajici) v polynomidlnim ¢ase. Napftiklad jazyk splnitelnych booleovskych
formuli SAT je v NP, protoze pro danou booleovskou formuli lze uhadnout
ohodnoceni pfislusnych proménnych a dosazenim ovérit v polynomialnim cCase,
zda toto ohodnoceni formuli spliiuje.

A je NP-tézky: Kazdy problém z NP lze pfevést (redukovat) na A v polynomi-
alnim Case, tj. pro kazdy B v NP existuje funkce f, kterou je mozné pocitat
v polynomialnim ¢ase a ktera transformuje vstup x pro problém B na néjaky
vstup f(x) pro problém A tak, ze x € B, pravé kdyz f(x) € A. Tedy vytese-
nim jediného NP-tézkého problému v polynomialnim ¢ase bychom uméli fesit
vSechny problémy v NP v polynomidlnim éase (tj. P=NP).

A je NP-uplny: A je NP-tézky a A je v NP. Tedy tfida NP-uplnjch problémii ob-
zvladnutelné (tj. P#£NP). Napiiklad problém splnitelnych booleovskych for-
muli SAT je NP-tplny.
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co-NP: Tiida jazykt, jejichz doplnky jsou rozpoznatelné nedeterministickym Tu-
ringovym strojem v polynomidlnim case.

A je co-NP-uplny: A je co-NP a kazdy problém z co-NP lze pfevést na A v po-
lynomialnim case.

PSPACE: Tiida jazykt rozpoznatelnych (deterministickym) Turingovym strojem
pracujicim v polynomidlnim prostoru, tj. s pouzitim jen S(n) = O(n°) policek
pasky pro néjakou pevnou konstantu ¢, kde n je délka vstupu. Plati P C NP C
PSPACE a P C co— NP C PSPACE, ale doposud nebylo dokazano, Ze
tyto inkluze jsou ostré, i kdyz se to ocekava.

A je PSPACE-uplny: A je v PSPACE a kazdy problém z PSPACE lze pfevést
na A v polynomialnim ¢ase. Mnozina pravdivych kvantifikovanych booleov-
skych formuli (bez volnych proménnych) QBF je piikladem PSPACE-uplného
problému.

BPP: Trtida jazykd rozpoznatelnych pravdépodobnostnim Turingovym strojem
v polynomidlnim c¢ase s pravdépodobnosti chyby shora omezenou néjakou
kladnou konstantou € < 1/2. Pravdépodobnostni Turingiiv stroj je nedetermi-
nisticky Turingtv stroj, ktery miize v kazdém vypocetnim kroku volit z praveé
dvou rtznych moznych akci. Navic pro dany vstup je pocet kroki ve vSech
moznych vypoctech stejny a kazdy takovy vypocet skonéi v koncovém stavu,
ve kterém vstup bud pfijimé, nebo zamita. Pro libovolny vstup x je pravdépo-
dobnost chyby definovana jako podil po¢tu vypoctt nad x s chybnou odpovédi
k celkovému poctu vypocti nad x. Problémy z tfidy BPP jsou povazovany
za algoritmicky zvladnutelné problémy a plati P C BPP C PSPACE, ale
doposud neumime dokazat, ze tyto inkluze jsou ostré.

P /poly: Ttida jazyki rozpoznatelnych Turingovym strojem v polynomidlnim ¢ase
s polynomiélni poradni (advice) funkci. Poradni funkce f, kterd nemusi byt
rekurzivni, poskytuje Turingovu stroji na zacatku vypoctu externi radu ve
tvaru fetézce f(n), kterd zavisi jen na délce vstupu n. Pro délku tohoto fetézce
u polynomidlnich poradnich funkeci plati |[f(n)| = O(n®) pro néjakou pevnou
konstantu c.

PSPACE /poly: Tiida jazykt rozpoznatelnych Turingovym strojem s polynomi-
alnim prostorem a polynomidalni poradni funkci.

Pref-BPP /log: Ttida jazykt rozpoznatelnych pravdépodobnostnim Turingovym
strojem v polynomialnim case s omezenou pravdépodobnosti chyby a logarit-
mickou poradni funkei f (|f(n)| = O(logn)), kterd je uzaviena na prefixy, tj.
f(n1) je prefixem f(ny) pro kazdé ny < na.
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