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Abstrakt

Tato práce definuje a vysvětluje základní pojmy lékařské informatiky: data, informace a znalosti. Práce rozlišuje data různých typů ilustrovaných na konkrétních příkladech. Pojem znalost je formalizován v rámci jazyka vztahujícího se k objektům, vlastnostem a relacím v rámci určité ontologie. Různé aspekty znalosti jsou studovány a ilustrovány na příkladech týkajících se symptomů a nemocí. Různá pojetí pojmu informace jsou systematicky vyložena a studována včetně jejich vzájemných vztahů. Konkrétně jde o Shannonovou informaci, diskriminační informaci, rozhodovací informaci a informaci obsaženou ve znalosti. Všechny tyto typy informací jsou ilustrovány a porovnány na jedné jednoduché medicínské situaci.

1. Úvod


Zdravotnictví je obor intenzivních informací. Potřeba vyvíjet a organizovat nové způsoby poskytování zdravotnických informací, dat a znalostí je doprovázena významnými pokroky v informačních a komunikačních technologiích. Tyto nové technologie urychlují výměnu a použití dat, informací a znalostí a eliminují geografické a časové hranice. Tyto procesy vysoce zrychlily vývoj medicínské informatiky. Názor, že medicínská informatika je pouze počítačová aplikace ve zdravotnictví, aplikovaná disciplína, která nenabyla vlastní teorii, se pomalu vytrácí. V současné době medicínská informatika ukazuje svůj význam jako multidisciplinární věda, vytvořená na základě interakce informačních věd s medicínou a zdravotnictvím v souladu s dosaženým stupněm informační technologie. Současné zdravotnické prostředí používá elektronické zdravotní záznamy, které jsou sdíleny počítačovými systémy a které mohou být distribuovány na mnohá místa a mezi instituce, aby poskytly informace interním uživatelům, plátcům a aby odpovídaly na externí požadavky. Se zvýšenou mobilitou obyvatelstva se data o pacientech shromažďují na různých místech, ale potřebují, aby byly přístupné přes vzdálené pracovní stanice a komplexní sítě podporující jednu nebo více organizací a teoreticky by se toto mohlo stát uvnitř národní informační infrastruktury. 


Medicínská informatika existuje více než 40 let a v posledním desetiletí se prudce vyvíjela. Navzdory mnoha velkým výhodám ve vědě a technologii zdravotnictví se zdá, že obor medicínské informatiky má potenciál zlepšovat a usnadňovat stále se měnící a rozšiřující objem informací, které se týkají etiologie, prevence a léčby nemocí stejně tak jako udržování zdraví. Její velice široké pole zájmu pokrývá mnoho multidisciplinárních výzkumných témat s důsledky pro péči o pacienty a vzdělávání. Na informatiku bylo několik různých pohledů. Jedna definice informatiky tvrdí, že informatika je věda, která pracuje s informacemi [1]. Ale existují i jiné přístupy. Měli bychom připomenout, že termín informatika byl přijat v 60. letech 20. století v několika evropských zemích (např. Německo a Francie) a označoval to, co bylo v jiných zemích (např. USA) známo jako počítačová věda [2]. V 60. letech 20. století byl termín informatika používán také v Rusku pro obor, který se zabýval zpracováváním bibliografických informací (ruské počátky tohoto pojmu jsou také zmíněny v [3]). Tyto různé pohledy na informatiku vedli k různým pohledům na medicínskou informatiku. V roce 1997 článek R. Hauxe [4] zahájil širokou diskuzi o oboru medicínská informatika. V článku J. Zvárové [5] je pohled na strukturu medicínské informatiky založen na strukturování informatiky do čtyř informačních kruhů a jejich průsečíků s medicínou, včetně zdravotnictví. Tyto informační kruhy jsou znázorněny na obrázku 1.1.

[image: image1.png]Logic ®

Vi) e

S

7 o

anory of data% e
q Nowledge

STORING





Obr. 1.1  Struktura informatiky.

Základní informační kruh zobrazuje různé formy informací získaných z dat a znalostí. Kruh informační metodologie pokrývá metodologické nástroje pro zpracovávání informací (např. teorie měření, statistika, lingvistika, logika, umělá inteligence, teorie rozhodování). Kruh informační technologie pokrývá technické a biologické nástroje pro zpracovávání informace, přenos a ukládání informací v praxi. Kruh informačního rozhraní pokrývá metodologie rozhraní, které jsou vyvinuty pro efektivní využívání současných informačních technologií. Aby bylo možno lépe informace ukládat a vyhledávat byly vyvinuty teorie databází a znalostních bází. Vývoj přenosu informací (telematika) je úzce spojen s metodologiemi jako jsou teorie kódování, ochrana dat, vytváření sítí a standardizace. Lepší zpracovávání informací za použití počítačů silně spoléhá na obory počítačové vědy, např. teorie programování, programovací jazyk, paralelní programování, numerické metody. V medicínské informatice jsou všechny informační kruhy spojeny s medicínou a zdravotnictvím. Které části medicínské informatiky jsou v centru vědecké pozornosti je vidět v IMIA Yearbooks, které jsou vydávány od roku 1992 (viz [6]), v posledních letech jsou publikovány jako speciální vydání mezinárodního časopisu „Methods of Information in Medicine“. 

Na konci tohoto úvodu by autoři chtěli zdůraznit, že tato práce pojednává o lékařské informatice – aplikacích počítačů a teorie informace v medicíně – a nikoliv o medicíně jako takové. Práce objasňuje a ilustruje nové metody a myšlenky pomocí značného počtu modelů a situací, které se vztahují k medicíně a tudíž používají medicínské pojmy. Avšak tyto modely a situace jsou silně zjednodušeny v zájmu snadného a názorného proniknutí k podstatě uvedeného materiálu. Neměly by tudíž být chápány jako medicínské závěry a postupy doporučené k nějaké přímočaré aplikaci v praxi. Nicméně autoři doufají, že probírané metody a myšlenky přispějí k výzkumu, který přinese nové medicínské poznatky a postupy s významnými přímými aplikacemi v praxi.

2. Data

Data jsou obrazy reálného světa v abstraktních množinách. Prostřednictvím symbolů z takových množin reflektují různé stránky reálných objektů nebo procesů probíhajících v reálném světě. Formálně se tedy jedná o znaky x ( X anebo posloupnosti znaků (x1, x2, … , xk) ( Xk z  určité matematicky vymezitelné množiny X. Znaky tak mohou být číslice, písmena z některé přirozené abecedy, vektory, matice, texty přirozených nebo umělých jazyků, signály nebo obrazy.


Data jsou výsledkem procesu měření nebo pozorování. Často vznikají jako výstupy z přístrojů či zařízení, které převádějí fyzikální veličiny na abstraktní symboly a znaky. Takto získaná data jsou dále zpracovávána člověkem anebo strojem.


Zpracování dat člověkem představuje obrovské spektrum možností od nejjednodušších instinktivních reakcí až po aplikaci nejsložitějších induktivních nebo deduktivních vědeckých metod. Stroje na zpracování dat představují  neméně rozsáhlou varietu možností, od jednoduchých děrovacích nebo magnetických záznamových zařízení až po nejdokonalejší samočinné počítače a roboty.


Tyto stroje jsou tradičně děleny na analogové a číslicové. Analogové stroje reprezentují abstraktní data pomocí fyzikálních veličin jako je elektrické napětí nebo proud, zatím co číslicové stroje reprezentují data jako posloupnosti znaků z pevně daných číslicových abeced. Nejčastěji se používá binární abeceda X = {0, 1}. Tato klasifikace ale není principiální, protože při záznamu, přenosu a zpracování jsou i v číslicových  počítačích data reprezentována fyzikálními veličinami jako jsou světelné impulzy, magnetická indukce anebo různé kvantové stavy. Navíc ve většině moderních strojů na zpracování informace se analogové a číslicové složky vyskytují současně a navzájem se prolínají a doplňují. Jako příklad uvedeme mobilní telefon.

Příklad 2.1
 V tzv. digitálním telefonu se analogový elektrický signál snímaný mikrofonem segmentuje na krátké úseky o délce desítek milisekund. Každý úsek se s velmi vysokou frekvencí vzorkuje, přičemž odečtené vzorky signálu se kvantují do několika set číselných hladin. Tím se řečový signál digitalizuje. Přenos takto získaných digitálních dat by zatížil přenosovou cestu podstatně méně než přenos detailně tlumočeného původního spojitého signálu. Pro praktické účely by však zátěž pořád ještě byla nepřijatelně vysoká. Proto se  každý vzorkovaný řečový úsek v telefonním přístroji mluvčího aproximuje lineárním autoregresním matematickým modelem s nevelkým počtem parametrů a přenosovou cestou se posílá jen mnohonásobně menší počet bitů, do kterých jsou určitým sofistikovaným způsobem zakódovány parametry tohoto modelu. Příslušné bity se v telefonním přístroji příjemce hovoru využijí k syntéze signálu generovaného daným modelem. Ten se jako náhrada za neznámý digitalizovaný signál přehraje po dobu příslušného počtu milisekund do sluchátka příjemce. Takto pojatá digitální komprese dat, známá jako lineární adaptivní predikce, se s úspěchem používá nejen v digitálním přenosu zvuku, ale i v digitálním přenosu obrazů, kde umožňuje  jednou přenosovou cestou současně posílat například větší množství televizních programů.


Aby data bylo možné interpretovat, musí existovat představa o tom, jak byla získána. Znakům, o jejichž původu nic nevíme, nemusíme vůbec rozumět. Čím více víme o procesu získání dat a o reálných objektech nebo procesech generujících data, tím lépe těmto datům rozumíme a tím kvalifikovaněji je můžeme vyložit, vysvětlit a využít.

Příklad 2.2
 Bez dalšího asi nebudeme rozumět abstraktnímu symbolu خ.  Část čtenářů by nejspíš hádala, že jde o derivaci nějaké neznámé funkce označené řeckým písmenem ح, které jsme zvyklí číst jako tau.  Po upřesnění, že ve skutečnosti jde o jedno písmeno arabské abecedy, by byla tato představa opuštěna a čtenář by si už s pomocí učebnice arabštiny snadno mohl vyjasnit, že symbol خ představuje písmeno odpovídající českému ch.

Příklad 2.3
 Lexikální symbol list a řetězec binárních číslic 111000  jsou data. Pokud list budeme interpretovat pomocí slovníku českého jazyka, vyložíme si tento symbol jako část rostliny nebo kus papíru. Pokud použijeme anglický slovník, zjistíme, že jde o obrubu nebo seznam. Sekvenci číslic 111000 rozumět vůbec nebudeme dokud nezjistíme, jaký je její původ. Sdělení,  že jde o záznam měření probíhajících na určitém pacientovi, nám smysl této posloupnosti přiblíží jen velmi částečně. Jakmile se ukáže, že číslice popisují výsledky měření mozkové aktivity pacienta prováděné v hodinových intervalech, přičemž 1 popisuje aktivitu nad  prahem, který charakterizuje stav pacient žije a 0 popisuje aktivitu pod tímto prahem, začneme zmíněným datům rozumět. Konkrétně  je začneme interpretovat tak, že příslušný pacient nežije, přesněji že zemřel po třetím měření.

Příklad 2.4
 Bajtový zápis grafického obrázku je dalším příkladem dat. Teprve pomocí prohlížeče můžeme tento obrázek uvidět a tím se přiblížit k jeho interpretaci. K plné interpretaci můžeme potřebovat další údaje o reálném objektu nebo procesu, který je na obrázku zachycen a případně o postupu, kterým byl obrázek získán.

Příklad 2.5
 Počítačový program je souhrn dat, která lze interpretovat jako instrukce. Většina počítačových jazyků rozlišuje mezi počítačovými programy a jinými daty, která jsou pomocí programových instrukcí zpracovávána. Tato „jiná data“ můžeme ale nemusíme umět interpretovat. V některých programovacích jazycích, například v Lispu, je přitom nelze od programu vůbec rozlišit. Z tohoto je vidět, že situace kolem dat a jejich interpretace je někdy složitá a vyžaduje citlivé posuzování.


Data lze rozdělit na zdrojová a odvozená.  Zdrojová data jsou ta, která zaznamenáváme bezprostředně při měření nebo pozorování zdrojů, kterými jsou již zmíněné objekty nebo procesy reálného světa. Pro účely přenosu v místě (k adresátovi, kterým může být vzdálený člověk nebo stroj) nebo v čase (záznam dat do paměťového média pro použití později) se zdrojová data různým způsobem přizpůsobují, kódují nebo jinak transformují. V některých případech jsou tyto transformace vratné, umožňující plnou rekonstrukci zdrojových dat. Obvyklým důvodem těchto transformací je však komprese dat za účelem zjednodušení přenosu nebo nižšího zatížení přenosových médií (informačních kanálů resp. pamětí). Při kompresi jsou transformace dat obvykle nevratné a výsledkem jsou již data odvozená. Ještě častějším důvodem přechodu od zdrojových dat k datům odvozeným jsou omezené zájmy nebo kapacity adresáta a z toho plynoucí možnost nebo přímo potřeba zjednodušení manipulace s daty a usnadnění jejich zpracování a dalšího využívání.

Příklad 2.6
 Posloupnost binárních číslic (1, 1, 1, 0, 0, 0) z příkladu 2.3 je jasnou ukázkou dat odvozených. Příslušná zdrojová data mohla mít podobu (r, m, d, h, s1, s2, s3, s4, s5, s6). Zde r je rok, m měsíc, d den a h hodina, kdy byl pacient předán ke snímání signálů mozkové aktivity a s1, s2, s3, s4, s5, s6  jsou vlastní EEG signály této aktivity zaznamenané v šesti následujících hodinách. Jde o signály vedoucí k závěrům (1, 1, 1, 0, 0, 0) ohledně pacientova klinického života resp. klinické smrti. Je zřejmé, že pro určitého adresáta, například chirurga provádějícího odběr orgánů pro transplantaci, nejsou zajímavé (a třeba ani srozumitelné) přímo signály s1, s2, s3, s4, s5, s6. Místo nich potřebuje resp. mu postačí pouze závěry o klinickém životě či smrti. Pracuje-li tento adresát navíc v režimu on-line, budou pro něj irelevantní taktéž zdrojová data (r, m, d, h). Takový adresát by tedy byl zcela uspokojen  odvozenými daty (1, 1, 1, 0, 0, 0). Jejich náhrada přímými zdrojovými daty (r, m, d, h, s1, s2, s3, s4, s5, s6) by pro něj představovala jen zbytečnou komplikaci a obtíž.

Příklad 2.7   Zdrojová data o výskytu chřipky v určitém čase a regionu mohou být důležitá pro operativní plánování léků nebo lůžkových kapacit. Pokud k takovému plánování použijeme jen část těchto dat z několika vybraných zdravotnických středisek, budeme pracovat striktně vzato s daty odvozenými, která nemusí postačovat k dobré charakterizaci výskytu chřipky v celé oblasti. Za určitých okolností může takovéto rozhodování vést k milionovým finančním ztrátám.

Příklad 2.8    Zdrojový vektor dat z příkladu 2.6, resp. alespoň jeho dílčí koordináta h jakožto doplněk k odvozenému datovému vektoru (1, 1, 1, 0, 0, 0) z příkladu 2.3, nabude velkého významu ve chvíli, kdy vznikne spor o uplatnění pojistky na život příslušného pacienta, která nabyla účinnosti ve známém čase (r, m, d, h0). Nerovnosti  h > h0 resp. h < h0 mohou pak rozhodovat o finanční částce v rozměrech milionů. Samotný odvozený datový vektor z příkladu 1.3 takové rozhodnutí neumožní a ztráta zdrojových dat by mohla vést k právním sporům s příslušnými finančními důsledky.

      Z posledních tří příkladů je vidět, že postačitelnost či nepostačitelnost odvozených dat závisí na zdroji a rozhodovacím problému, který se v souvislosti s daným zdrojem řeší. V příkladě 2.6 jsme uvedli situaci, kdy odvozená data (1, 1, 1, 0, 0, 0) z příkladu 2.3 byla postačující. Na druhé straně, v příkladě 2.8 jsme se setkali se situací, kdy teprve rozšířená odvozená data (h, 1, 1, 1, 0, 0, 0) začala být postačující. Ze všech uvedených příkladů je patrné, že při hledání optimálních rozhodnutí je někdy nezbytný úplný nebo alespoň částečný návrat k původním zdrojovým datům.

      Vzhledem k významu dat a jejich zpracování v soudobé informační éře a vzhledem k pozornosti věnované teorii i praxi práce s daty, lze v poslední době hovořit o vzniku nového vědeckotechnického oboru, který lze nazvat datové inženýrství. Jedním z důležitých pojmů z oblasti datového inženýrství jsou  metadata. Pod pojmem metadata rozumíme data o datech, tedy datový popis jiných dat. Příkladem metadat může být knihovnický katalog, který popisuje obsahy knih v knihovně.

3.  Informace

Slovo informace je často použito bez pečlivého rozlišení různých významů, které se během let pro něj nashromáždily. Obecně označuje určitý poznatek nebo soubor poznatků o faktech , událostech, věcech, osobách, myšlenkách nebo pojmech, tedy určitá reflexe reálných nebo abstraktních objektů a procesů. Ta má obvykle určitou stránku syntaktickou (struktura), sémantickou (význam) a pragmatickou (záměr nebo cíl).

          Nosičům informace můžeme říkat zprávy. Ty jsou obvykle zprostředkovány nebo reprezentovány určitými texty (textové zprávy) nebo řetězci číslic (datové zprávy), tedy daty v tom obecném smyslu, jak o nich bylo pojednáno v předchozí kapitole.


Data, o jejichž původu nic nevíme, těžko mohou být nositeli nějaké informace. Zprávám musíme „rozumět“, tj. zprávami se tedy stávají pouze interpretovatelná data. Představy o tom kde, za jakých podmínek a jak byla takováto data generována jsou důležitým kontextem příslušných zpráv, ke kterému je nutné přihlížet při stanovení jejich informačního obsahu. Zdroje dat se tak stávají důležitou součástí toho, co později zahrneme pod pojem informačního zdroje. 
[image: image2.wmf]
Množství informace ve zprávě, které je nám (nebo nějakému systému na zpracování informace) doručeno, souvisí s množinou a priori daných možných realizací, které za daných podmínek tato zpráva může mít. Třeba nám nulovou informaci přinese zpráva, o které předem  víme, že může mít jen jeden předem známý tvar. Stanovení informace v nějaké zprávě x tedy vyžaduje určitou míru apriorní znalosti příslušného zdroje informace, totiž množinu X možných realizací této zprávy. Jinými slovy, základem modelu informačního zdroje, který nás může přivést k vyjádření množství informace ve zprávě z tohoto zdroje, je obor možných realizací nebo možných hodnot zprávy. 

V tomto smyslu tedy získat informaci znamená zjistit, který z daných apriorně možných stavů informačního zdroje se realizoval. K tomuto zásadnímu hledisku poprvé dospěl zakladatel kybernetiky Norbert Wiener [11]. V dalším budeme obory hodnot zpráv  x, y, z ze tří různých zdrojů označovat symboly X, Y, Z atd.

Příklad 3.1  Zprávu  x = (1, 1, 1, 0, 0, 0) ze začátku příkladu 2.3 není možné z hlediska množství informace vůbec posuzovat. Tatáž zpráva z konce příkladu 2.3 už takové posuzování umožňuje, protože lze stanovit množinu jejích možných realizací X = {0,1}6. 

Je zřejmé, že vedle toho jaké jsou a priori možné realizace, bude množství informace v příchozí zprávě záviset na veškerých doplňkových údajích, které o příslušném datovém zdroji za daných podmínek máme. Budeme-li mít on-line k dispozici v tomto zdroji zpravodajského démona, jehož znalost zdroje umožňuje spolehlivě předpovídat generovanou zprávu, pak se ve shodě s tím, co už bylo řečeno, množství informace v této zprávě zredukuje na nulu.

Příklad 3.2   Nechť podobně jako v příkladech 2.6 a 2.8, zpráva x  = (x1, x2, . . . , x6)  popisuje výsledky měření mozkové aktivity prováděné v hodinových intervalech na pacientovi, přičemž xi = 1 znamená, že pacient v i-té hodině žije, kdežto xi = 0 znamená, že nežije. Pak prostor teoreticky možných realizací zprávy x bez ohledu na její interpretaci je  X = {0, 1}6   (viz příklad 3.1). Jestliže je navíc zpráva x ( X generována za podmínky, že pravděpodobnost ukončení pacientova života během hodiny je přesně p ( (0, 1), pak konkrétní zpráva  x = (1, 1, 1, 0, 0, 0) z příkladu 1.3 bude mít pravděpodobnost 

P(x) =  p
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Například, pravděpodobnost  p = 1/2 vede k 1 ( p = 1/2 a tudíž k výsledku 
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 = 0,0625,
kdežto pravděpodobnost  p = 3/4 dává ve stejné zprávě x zhruba pětkrát menší šanci 

P (x) = 
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 = 0,10547.

Pravděpodobnost P(x) = p(1-p)3 že pacient exituje právě po třech hodinách při p rostoucím v intervalu (0, 1/4) roste a při p rostoucím v intervalu (1/4, 1) klesá. Maximum rovné zhruba 0.03 tato pravděpodobnost dosahuje při p = 1/4, které je řešením kubické rovnice (1 ( p)3 = 3p (1 ( p)2.

          Sledování mechanizmů umožňujících přesnou prognózu zprávy v jednotlivých datových zdrojích je obvykle vědecky, ekonomicky nebo časově vyloučené. Doplňkové údaje o datových zdrojích se obvykle získávají z hromadných empirických poznatků o určitých kategoriích datových zdrojů a tento doplňkový popis má stochastický charakter. To znamená, že pro jednotlivé a priori možné zprávy

x ( X = {x1, x2, . . . ,  x n}          





(3.1)

jsou k dispozici pravděpodobnosti P(x), tj. je k dispozici distribuce pravděpodobností

P = (p1 ( P(x1),  p2 ( P(x2), . . . , pn  ( P(xn)) .     


            (3.2)

Množina X spolu s distribucí P zadává dvojici (X, P), která se v matematice nazývá pravděpodobnostní prostor. Místo o pravděpodobnostním prostoru se ekvivalentně dá hovořit o tzv. náhodné veličině X zadané jejím výběrovým pravděpodobnostním prostorem (X, P). Prvky x1, x2, . . . , xn  množiny X jsou konkrétní zprávy představující možné realizace náhodné veličiny X  a pi = P(xi) = P(X= xi) jsou pravděpodobnosti těchto realizací. Záměnnost náhodné zprávy X a jejího výběrového prostoru (X, P) označujeme symbolem X ( (X, P). Stochastický model informačního zdroje představovaný náhodnou zprávou  X ( (X, P)  tedy sestává z množiny zpráv X a pravděpodobnostní distribucí P na této množině. Tento model byl zaveden zakladatelem teorie informace Claudem Shannonem v jeho fundamentální práci [6].

        Označme symbolem p ( [0, 1] pravděpodobnost P(x) některé zprávy x ( X z informačního zdroje X ( (X, P). Jak bylo již řečeno, pravděpodobnost p = P(x) = 1 vede k nulové informaci I(x) = 0 ve zprávě x, kdežto hodnotám p < 1 by měly odpovídat kladné hodnoty I(x) > 0.  Nechť f(p) je funkce proměnné p ( [0, 1] s vlastností  f(1) = 0  a  f(p) > 0   pro p ( (0, 1), kterou bychom označili množství informace ve zprávě s pravděpodobností p, tj. nechť

I(x) = f(P(x)),         x ( X                                       
        


(3.3)

je množství informace v libovolné, konkrétní zprávě x.

        Přirozeným požadavkem je, aby se při malých změnách pravděpodobnosti p  neměnila informace f(p) skokem, tj. aby platila následující podmínka.

Podmínka 3.1   Funkce f(p) je kladná a spojitá na intervalu p ( (0, 1] pro kterou dodefinujeme

f(0) = limp(0  f(p) .

Dále intuitivnímu chápání informace a stochastické nezávislosti zcela odpovídá následující podmínka.

Podmínka 3.2  Nechť zdroj X ( (X, P) sestává ze dvou nezávislých komponent Y ( (Y, Q) a  Z ( (Z, W), tj. nechť

 (X, P) = (Y ( Z, Q ( W ) .

Pak pro všechna  x = (y, z) ( Y ( Z  

I(x) = I(y) + I(z) .
Rozumným požadavkem , který odpovídá běžnému chápání pravděpodobnosti a informace je také to, aby informace f (p) při rostoucím p nerostla, tj. aby platila následující podmínka.

Podmínka 3.3   Jestliže  0 
[image: image8.wmf]£

 p1 < p2 
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1, pak  f(p1) ≥   f (p2 ).

Z těchto podmínek už jednoznačně vyplývá explicitní tvar informace (3.3) daný následující větou.

Věta 3.1  Platí-li podmínky 3.1 – 3.3, potom jedinou funkcí f vyhovující formuli (3.3) je f(p) = (log p, která poskytuje formuli (3.3) tvar

I(x) =  (log P(x) ,       x ( X.                    

       
             (3.4)

Zde   (log 0 = (  a  log je logaritmus při libovolném základě z > 1.

Důkaz
 Využitím (3.3) obdržíme z podmínky 3.2 Cauchyho rovnici

f(qw) = f(q) +  f(w)

pro všechna q, w ( (0, 1).  Odtud a z podmínky 3.1 plyne zbytek, protože je známo, že jediným spojitým řešením Cauchyho rovnice je logaritmická funkce.


Z věty 3.1. vyplývá, že množství informace ve zprávě roste s mírou překvapení doprovázejícím její výskyt. Speciálně blíží-li se pravděpodobnost P(x) zprávy x X k nule, pak příslušná informace I(x) roste nade všechny meze.


Dále je důležité doplnit, že číselné vyjádření informace podle formule (3.4) závisí na použité logaritmické funkci. Základ logaritmu ovlivňuje jednotky, ve kterých měříme informaci. Při základu z = 2 je jednotka bit a při základu z = 256 se nazývá bajt (anglicky  byte). Tudíž 
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Příklad 3.3
V situaci popsané v příkladě 3.2 dostaneme informaci

I(x) =  3log
[image: image13.wmf]p
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  +  log
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 .
Speciálně při  p = 1/2 dostaneme I(x) = 4log2 2 = 4 bity = 1/2 bajtu, kdežto při p = 3/4 dostaneme I(x) = 3log2 4 + log2 (4/3) = 6,4143 bitů ( 4/5 bajtu. V tomto případě se tedy informace zhruba o polovinu zvětší. 

Vedle množství informace I(x) obsažené v jednotlivých zprávách  x X z obecného  informačního zdroje X ~ (X, P) je důležité i množství informace I(X) produkované tímto zdrojem jako takovým. Jde o informaci v jedné zprávě z tohoto zdroje, jejíž konkrétní hodnota není předem dána, ale je daný jen obor těchto hodnot X a pravděpodobnostní distribuce P na něm. Jinými slovy, jde o informaci v náhodné zprávě X reprezentující informační zdroj (X, P) a současně reprezentované tímto zdrojem. Místo I(X) bychom tedy stejně dobře mohli používat symbol I(X, P), ale první variantě dáváme přednost, protože je jednodušší.


Shannon [12] definoval informaci v náhodné zprávě X formulí
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(3.5)

Podle této definice je tedy informace I(X) v náhodné zprávě X střední hodnotou informací I(x) obsažených v jednotlivých možných realizacích x X této zprávy. Definice (3.5) se formálně shoduje s definicí Boltzmanovy entropie 




H(x) = (
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(3.6)

náhodného fyzikálního systému X nabývajícího stavy x X s pravděpodobnostmi P(x) .

Věta 3.2  Informace I(X) je mírou neurčitosti zprávy  X ~ (X, P), tj. mírou obtížnosti s jakou se dá předvídat její skutečná realizace v tom smyslu, že obor hodnot je dán nerovnostmi
 

0  ≤  I(X)  ≤  logX 






(3.7)

kde Xje počet možných realizací a nejmenší hodnota

I(X) = 0







(3.8)

nastane právě tehdy, když je možná jen jediná realizace  x0 X, tj. když



P(x0) = 1  a  P(x) = 0   pro všechna  x X, x 
[image: image18.wmf]¹

 x0 , 


(3.9)

zatím co největší hodnota

I(X) = logX







(3.10)

nastane právě tehdy, když jsou všechny realizace x X  stejně možné, tj. když

             

P(x) =  1 /X
   pro všechna x X.



(3.11)



Důkaz této věty uvedeme později. Zde jen poznamenáme, že distribuce P splňující pro některé x0 X  podmínku (3.9) se nazývá Diracova distribuce a ta, která splňuje (3.11) se nazývá rovnoměrná distribuce. Celkový počet různých Diracových distribucí je zřejměXzatímco rovnoměrná distribuce je jen jedna. Diracovy distribuce představují nejextrémnější formu nerovnoměrnosti. Věta 3.2 tudíž naznačuje, že I(X) je současně mírou rovnoměrnosti distribuce P zdroje zprávy X. Neurčitost zprávy X  ve smyslu postihovaném informační mírou  I(X) je tedy přímo úměrná rovnoměrnosti pravděpodobností P(x), se kterými se očekávají jednotlivé realizace x X .

Příklad 3.4 Zdroj informace (X, P)= ({0, 1}6 , P) z  příkladu 3.2 generuje 7 prakticky možných zpráv {x(i): 1 
[image: image19.wmf]£

 i 
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 7} udávajících počet měření, při kterých pacient jevil známky klinického života, a to s pravděpodobnostmi



P( x(1 )) = P(0, 0, 0, 0, 0, 0) = p ,



P( x(2 )) = P(1, 0, 0, 0, 0, 0) = p(1 ( p) ,



P( x(3 )) = P(1, 1, 0, 0, 0, 0) = p(1 ( p)2 ,



P( x(4 )) = P(1, 1, 1, 0, 0, 0) = p(1 ( p)3 ,



P( x(5 )) = P(1, 1, 1, 1, 0, 0) = p(1 ( p)4 ,



P( x(6 )) = P(1, 1, 1, 1, 1, 0) = p(1 ( p)5 ,



P( x(7 )) = P(1, 1, 1, 1, 1, 1) = p. 
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¥

=

-

6

)

1

(

i

i

p

= (1 ( p)6
pro některé číslo p  (0, 1).Zpráva X o tom, zda a ve které konkrétní hodině pacient upadl do klinické smrti, tedy obnáší informaci
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EMBED Equation.3[image: image24.wmf]+ 6 (1 ( p)6 log
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Při  p = 1/2  a  log = log2  dostaneme množství informace 



I(X) = 
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 = 1,96815 bitů,

tedy něco méně než 2 bity. Samotná dílčí zpráva x(4) podle příkladu 3.3 přináší 4 bity informace, ale podle příkladu 3.2 se vyskytuje pouze s pravděpodobností 0,0625, takže do výsledné informační bilance celkově přispívá jen hodnotou 4 ( 0,0625 = 1/4 bitu. Mnohem větší hodnotou přispívá více pravděpodobná zpráva  x(1) , jmenovitě 



p log 
[image: image30.wmf]p
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log 2 = 1/2 bitu,

přesto, že sama o sobě přináší I(x(1)) = log 1/p = 1 bit, což je méně, než přináší zpráva x(4). Naopak, mnohem menší hodnotou



6 (1 ( p)6 log 1/(1 ( p) = 6/64 =  1/8  bitu

přispívá do I(X) zpráva  x(7),  přestože sama o sobě přináší až



 I(x(7))= 6 log (1/(1 ( p)) = 6 bitů.

Informace I(X) definovaná podle formule (3.5) má následující vlastnost aditivnosti, která velmi dobře souhlasí s intuicí. 

Věta 3.3 Jestliže se zpráva  X ~ (X,  P) skládá z nezávislých komponent 



X1  ~  (X1,  P1), … , Xk ~ (Xk , Pk)  

pak






I (X) =  I (X1) + …+ I (Xk)





(3.12)

Důkaz Rozklad  X = (X1, . . . , Xk) na nezávislé komponenty  X1, . . . , Xk  znamená, že hodnoty x X  zprávy X  jsou vektory (x1, . . . , xk)  hodnot xi Xi  zpráv Xi , tj. 



x = (x1, … , xk) X1  ((Xk
a že navíc platí součinové pravidlo



P(x1, . . . ,  xk) = P1(x1) … Pk(xk) .




(3.13)

Protože logaritmus součinu je součet logaritmů, platí




I(x) =  I(x1, . . . , xk) = I(x1) + … + I(xk) .

Tudíž podle (3.5)
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což bylo dokázat. 

Aditivnost  (3.12)  je charakteristickou vlastností Shannonovy informace (3.5).  To znamená, že žádná jiná v elementárním smyslu rozumná míra informace založená na pravděpodobnostech  realizací příslušných zpráv, která by byla podobným způsobem aditivní, neexistuje. Toto se dá matematicky rigorózně  dokázat a prvním, kdo tak učinil, byl ruský matematik Fadějev, viz například Feinstein  [13].


Obzvlášť jednoduché a názorné je množství informace  I(X) obsažené v binární zprávě   Y ~ (Y = {y1, y2}, Q), tj. ve zprávě, která může nabývat dvou hodnot y1, y2. Příslušné pravděpodobnosti označme


Q(y1) = q,  Q(y2) = 1( q .

Podle definice (3.5)



I(Y) = ( q log ( (1( q)log (1( q) ( h(q) ,



(3.14)
kde h(q) je zkrácený zápis informace I(Y) jako funkce proměnné  q [0, 1] (viz Tab. 3.1). Průběh této funkce při  log = log2 je na obr. 3.1. Z tohoto obrázku vidíme, že minimální
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Obr. 3.1 Informační funkce v jednotkách bit.

množství informace I(Y) může být nula bitů a toto množství se dosáhne, když Q je jedna ze dvou možných Diracových distribucí, tj. když hodnota Y je předem daná s pravděpodobností 1. Na druhé straně, maximální množství informace I(Y) = 1 bit se dosahuje když obě možnosti Y = y1  a Y = y2  jsou stejně pravděpodobné.

Tab. 3.1 Informační funkce h(q) = I(Y).
	               q
	      ( q log2   q
	( (1( q)log2 (1( q)
	    h (q) (bitů)

	               0        
	             0 
	             0
	             0

	           0,05
	          0,216
	          0,070
	          0,286

	           0,10
	          0,332
	          0,137
	          0,469

	           0,11
	          0,350
	          0,150
	          0,500

	           0,15
	          0,411
	          0,199
	          0,610

	           0,20
	          0,464
	          0,258
	          0,722

	           0,25
	          0,500
	          0,311
	          0,811

	           0,30
	          0,521
	          0,360
	          0,881

	           1/3
	          0,528
	          0,390
	          0,918

	           0,35
	          0,530
	          0,404
	          0,934

	           0,40
	          0,529
	          0,442
	          0,971

	           0,45
	          0,518
	          0,474
	          0,993

	           0,50
	           1/2
	           1/2
	             1


Tato skutečnost umožňuje definovat jednotku 1 bit jako množství informace, které obsahuje zpráva, která může mít dvě různé podoby, přičemž obě jsou stejně pravděpodobné. Podobně 1 bajt  informace získáme, když se dovíme, která z osmi stejně pravděpodobných možností nastala. 

Příklad 3.5 
V příkladě 3.4 máme zprávu X = (X1 , . . . , X6 ) ~ (X,  P) , kde ovšem složky Xi  ~ (Xi, Pi) = ({0,1}, Pi) nejsou nezávislé. Místo zprávy X ~ (X, P) budeme uvažovat zredukovanou zprávu Y, která nám řekne jen zda v okamžiku posledního měření byl pacient ještě klinicky živý či nikoliv. Toto je zpráva relevantní například pro chirurga, který má zájem získat z daného pacienta určitý transplantát. Zde máme binární informační zdroj Y ~ (Y, Q) kde



Y = y1 ,  když  X 
[image: image37.wmf]Î

 {x(1),  x(2),  x(3),  x(4),  x(5),   x(6)}

a                        
Y = y2 , když   X = x(7) .

Odsud plyne Q (y2) = q = (1 ( p)6  a tudíž  Q (y1) = 1– q = 1 ( (1 ( p)6 . Proto


I (Y) = h (
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V situaci, kdy p = 1/2 , dostaneme speciální hodnotu



I(Y)  = 
[image: image43.wmf]32

3

 + 
[image: image44.wmf]64

63

log2
[image: image45.wmf]63

64

= 0,1161 bitů .

Zpráva Y = y1, že pacient pořád přežívá, má malou pravděpodobnost q = 1/64 = 0,0156. Opačná zpráva Y = y2  je tudíž skoro jistá a jako taková nese málo informace, 3/32 ( 0,1 bitu.


Informaci  I(X) ve zprávě X z informačního zdroje (X, P) definovanou vztahem (3.5) můžeme považovat za komunikační, protože charakterizuje kapacitu zařízení potřebnou k záznamu nebo přenosu zprávy X . Tuto skutečnost zde podrobně studovat nebudeme a jen ji ilustrujeme na následujících dvou příkladech.

Příklad 3.6
Na světě žije zhruba 6 miliard lidí, tj. 6(109. Nechť zpráva X ~ (X, P) identifikuje jednoho z nich. Pokud bude se stejnou  šancí vybrán kterýkoliv obyvatel planety x X , pak P(x) = 1/(6,5 (109) a tudíž maximální možná informace ve zprávě X bude rovna 



I(X) = log (X(= log2 (6,5 ( 109)  = 32,60  ≤  33 bitů .

[image: image46.wmf]
Jinými slovy, k jednoznačnému určení světového občana stačí 33 dvojkových číslic. Registr obyvatel planety by tedy vystačil s paměťovou kapacitou 11 bajtů. Omezíme-li distribuci P na podmnožinu Y ( X obyvatel České republiky, která má asi 10 milionů prvků, pak bude identifikace jednoho z nich zprávou Y ~ (Y , Q) z jiného zdroje, kde Q(y) = 1/107  pro všechna yY.  Informace v důsledku toho klesne na



I(Y) = log2 107 = 7 log2  10  ≤  24 bitů .

Registr obyvatel ČR tudíž vystačí s pamětí 24 bitů. Podívejme se z tohoto hlediska na rodná čísla v ČR, která mají 10 dekadických číslic. Kdyby všechna rodná čísla byla stejně pravděpodobná, pak by informace v rodném čísle Y namátkově vybraného občana byla 



I(Y) = log21010 = 10 log2 10 = 33,22 bitů

a registr obyvatel by potřeboval mnohem více než 24 bitů. Skutečná informační kapacita rodných čísel je ovšem nižší díky tomu, že některé kombinace číslic jsou prakticky vyloučené a i z těch nevyloučených jsou skutečně zastoupeny jen některé.

Příklad 3.7
Máme pořídit kompletní záznam o měření popsaném v příkladě 3.4 v souboru 1024 pacientů, u kterých předpokládáme parametr p = 1/2. Výsledek měření každého pacienta tvoří celkem 6 binárních číslic 



x = (x1,  x2,  x3,  x4,  x5,   x6) 
[image: image47.wmf]Î

 X  kde  X = {0, 1}6 ,

takže datový prostor pro celý záznam, který budeme pořizovat, je Y = X1024 = {0, 1}6144. K zápisu takového záznamu potřebujeme log2 (Y( = log2 26144 = 6144 binárních číslic a tudíž kapacitu paměti zhruba 6 kilobitů. S využitím toho, že přechody  xi
[image: image48.wmf]®

 xi+1   typu 0 
[image: image49.wmf]®

 1  nejsou možné, se základní datový prostor X zredukuje na 7 možných zpráv x(1), . . . , x(7) rozepsaných v příkladě 3.4. Ve skutečnosti bude tedy k uložení požadovaného záznamu stačit kapacita ani ne poloviční, totiž 1024 ( log2 7 = 2869 bitů < 3 kilobity.  Z příkladu 3.4 ovšem víme, že při p= ½ nebude všech 7 možných zpráv x(1), x(2), x(3), x(4), x(5), x(6), x(7)( X mít pravděpodobnost P (x) = 1/7, nýbrž že
P(x(1)) =1/2, P(x(2)) =1/4, P(x(3)) =1/8, P(x(4)) =1/16, P(x(5)) =1/32, 
P(x(6)) =1/64, P(x(7))=1/64.

Počty těchto zpráv budeme tudíž v našem souboru očekávat v souladu s tabulkou 3.2.

Tab. 3.2 Zprávy x(1) – x(7).
	        zpráva  x
	            P(x)
	        počet zpráv
	binární zápis ((x)

	           x(1)
	           1/2
	     1024/2 = 512
	    1

	           x(2)
	           1/4
	     1024/4 = 256
	    01

	           x(3)
	           1/8
	     1024/8 = 128
	    001

	           x(4)
	           1/16
	     1024/16 = 64
	    000 1

	           x(5)
	           1/32
	     1024/32 = 32
	    000 01

	           x(6)
	           1/64
	     1024/64 = 16
	    000 001

	           x(7)
	           1/64
	     1024/64 = 16
	    000 000


Jestliže výsledky měření x pořízené u dárců z našeho souboru přepíšeme do binárních číslic ((x) podle předpisu uvedeného v poslední tabulce, tak příslušný proud binárních číslic můžeme uložit do paměti bez dodatečné paměťové kapacity na oddělování jednotlivých záznamů (ty jsou automaticky oddělované jedničkou, resp. šestou nulou v pořadí). Očekávaný počet binárních číslic v kompletním záznamu provedeného měření bude tudíž


512 ( 1 + 256 ( 2 + 128 ( 3 + 64 ( 4 + 32 ( 5 + 32 ( 6 = 2016 = 1024 ( I(X), 

kde podle příkladu 3.4 symbolem I(X) = 1,96875 označuje informaci ve výsledku X měření pořízeném na jednom pacientovi ze souboru, který zde máme k dispozici. Při kompresi požadovaného záznamu podle poslední tabulky budeme očekávat spotřebu paměti v rozsahu 2016 bitů ( 2 kilobity a podíl připadající na jednoho pacienta je 1,96875 bitů, tedy přesně množství informace I(X) v měření X provedeném na jednom pacientovi.


Vedle komunikační informace ve zprávě X  ~ (X, P),  kterou jsme se zabývali až dosud, se zavádí též informace diskriminační. Jde o množství informace,  které zpráva X poskytuje pro odlišení její pravděpodobnostní distribuce od některé dané distribuce Q na množině možných hodnot X. Tuto informaci budeme označovat symbolem I(P, Q). Poprvé ji zavedli Kullback a Leibler [8], a to vztahem 
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(3.15)

kde při Q(x) = 0 je sčítancem nula když P(x) = 0 a nekonečno když P(x) je kladné. Je-li totiž některá hodnota X = x možná, pak při konečném počtu nezávislých realizací náhodné veličiny X tato hodnota nastane a tím se distribuce P veličiny X s jistotou odliší od takové distribuce Q, při které hodnota x možná není. Je-li naopak Q(x) kladné pro všechna x X a při některém  x X  nastane P(x) = 0, pak diskriminační informace I(P, Q) zůstává konečná, protože žádný počet realizací veličiny X  neumožní s jistotou vyloučit distribuci Q. Tím současně zdůvodňujeme, proč je diskriminační informace (3.15) nesymetrická.

Nyní uvedeme základní vlastnosti diskriminační informace.

Věta 3.3. Diskriminační informace I(P, Q) je nezáporná a rovna nule právě když distribuce P, Q jsou totožné.

Důkaz Při P=Q dostaneme z definice I(P, Q) = 0. Existuje-li x X takové, že P(x) > 0 a  Q(x) = 0, pak  I(P, Q) je podle definice nezáporná a nenulová a tudíž není co dále dokazovat. Stačí tedy předpokládat Q(x) > 0 pro všechna x X s vlastností P(x) > 0 a za tohoto předpokladu ukázat, že I(P, Q) ≥ 0,  přičemž I(P, Q) = 0  implikuje P = Q . Nechť X0 ( X  je podmnožina zpráv x X s vlastností P(x) > 0. Podle (3.15) platí
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kde (( t) = t log t je ryze konvexní funkce proměnné t > 0. Tudíž podle Jensenovy nerovnosti
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přičemž rovnost platí právě když P (x)=Q (x) pro všechna x X . Avšak
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a tudíž rovnost P(x) = Q(x) na X0 implikuje tuto rovnost všude na X. Tím je dokázané vše potřebné.

Důkaz věty 3.2 Protože P(x)[0, 1], platí log P(x) ≤ 0  a  I(x) ≥ 0 plyne z definice (3.5), přičemž tato nerovnost je ostrá, jakmile pro jediné x X platí P(x) ({0, 1}. Tudíž  I(X) = 0 jen pro Diracovy distribuce P. Dále pro rovnoměrnou distribuci platí



Q(x) = 1/(X(    pro všechna  x X .
Tudíž z (3.15) dostaneme




0  ≤  I(P, Q) = 
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tj. nerovnost I(X) ≤ log(X(. Dále z věty 3.3 plyne, že rovnost zde nastane jen při rovnoměrném P, čímž je důkaz uzavřen.

Věta 3.4  Diskriminační informace je aditivní ve smyslu



I(P1 ( P2 ,  Q 1 ( Q 2) = I(P1 ,  Q1) + (P2 ,  Q2) .
Důkaz   Protože logaritmická funkce je aditivní, platí



I(P1 ( P2 , Q1 ( Q2)=
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což bylo dokázat.

Příklad 3.8 
Uvažujme formálně stejnou situaci jako v příkladě 3.4 při hodnotě parametru p=1/2 s tím rozdílem, že nyní budeme zprávu X interpretovat jako výsledek měření na obětích bombového útoku na blízkém východě. Příslušné pravděpodobnosti P(x) možných výsledků měření x ( {x(1), …, x(7)} jsou ve druhém sloupci tabulky 3.3. Uvažujme hypotézu, že v Bagdádě, kde jsou bombové útoky násilnější než je blízkovýchodní průměr, oběti nepřežijí druhé měření, tj. že bagdádské pravděpodobnosti PB(x) jsou nulové pro všechna x ( {x(4), …, x(7)}. Nenulové pravděpodobnosti v Bagdádu jsou tudíž dány vzorcem
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Numerické hodnoty všech pravděpodobností PB(x) jsou v prvním sloupci tabulky 3.3. Po dosazení do (3.15) dostaneme diskriminační informaci I(PB, P) pro odlišení bagdádské hypotézy
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Tab. 3.3 
Hypotetická a alternativní distribuce PB(x) a P(x).

	value x of X
	PB(x)
	P(x)

	x(1)
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	x(2)
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	x(3)
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	x(4)
	0
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	x(5)
	0
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	x(6)
	0
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	x(7)
	0
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Informace I(PB, P) = 1,1926 bitu je dost malá a tudíž potvrzení hypotézy na základě X je nesnadné. 

V matematické statistice se setkáváme s problémem odhadu Q = (Q(x1), Q(x2), . . . , Q(xk)) neznámé distribuce P0 = (P0(x1), P0(x2), . . . , P0(xk)) datového zdroje (X, P0) na základě nezávislých realizací  X1 ,  X2 , … ,  XN   veličiny (zprávy) X ~ (X , P0), kde X = {x1, x2, …, xk}. Začněme od absolutních četností



 Ni = Počet { 1 ≤  j  ≤  N :  Xj = xi  }

výskytu jednotlivých dat  xi X  a pomocí nich si stanovme empirickou distribuci 



P = (P1 ( N1 / N, P2 ( N2 / N, … Pk ( Nk / N )

na X, tj. vektor relativních četností jednotlivých dat xi X v sérii realizací X1 ,  X2 , … ,  XN  .

Nejlepším odhadem bude ta distribuce 
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), která bude nejméně odlišitelná od pozorované empirické distribuce, tj. hledáme argumenty minim resp. maxim
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EMBED Equation.3[image: image79.wmf]i

i

k

i

i

Q

P

P

log

1

å

=




= arg 
[image: image80.wmf]Q

max
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EMBED Equation.3[image: image83.wmf]å
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(3.16)

Pokud neznámé pravděpodobnosti P0(xi) odhadujeme v užší třídě odhadů Q((xi) závislých na skalárním nebo vektorovém parametru (potom nejméně odlišitelný ve smyslu diskriminační informace bude odhad 
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(3.17)

Vidíme, že (3.16)  resp. (3.17)  je obecný neparametrický resp. parametrický maximálně věrohodný odhad známý z matematické statistiky. 


Ukázali jsme tedy, že známý statistický princip maximálně věrohodného odhadování je totožný s principem odhadování na základě minimální diskriminace mezi teoretickým a empirickým obrazem reality.

Příklad 3.9 
Pokusíme se získat maximálně věrohodný odhad
[image: image90.wmf]p
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parametru p v příkladě 3.4 na základě pozorovaných frekvencí N1, …, N7 možných výsledků měření x(1), …, x(7). Použijeme vzorec (3.16) ve kterém odhadujeme parameter p distribuce Q = (Q1, …, Q7) závislé na tomto parametru následovně: 
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Maximálně věrohodná bude zřejmě distribuce 
[image: image92.wmf]Q

ˆ

 s maximálně věrohodnou hodnotou 
[image: image93.wmf]p
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 parametru p. Po dosazení do vzorce (3.16) zjistíme, že jde o hodnotu
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Z podmínky pro extrém zde uvedené funkce zjistíme, že
[image: image96.wmf]p

ˆ

je řešením rovnice
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Jinými slovy,
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Pro N1 = N dostaneme
[image: image99.wmf]p

ˆ

=1 a pro N2 = N dostaneme
[image: image100.wmf]p

ˆ

=1/2. Tutéž hodnotu dostaneme také pro Ni = N/2i, například při N = 64 je to pro N1 = 32, N2 = 16, N3 = 8, N4 = 4, N5 = 2 a N6 = 1. 


Nyní ukážeme, že diskriminační informace umožňují rozšířit pojem komunikační informace a že komunikační informace je speciálním případem diskriminační informace. Za tím účelem budeme uvažovat situaci, kdy místo zprávy X ~ (X, PX) pozorujeme zprávu Y ~ (Y, PY).  Obecným modelem dvojice náhodných zpráv (X, Y) je náhodná zpráva



Z = (X , Y) ~ (Z = X ( Y, PXY),

kde


PXY (z) = PXY (x, y)  pro  z = (x, y)
jsou pravděpodobnosti současného výskytu komponent (x, y) X ( Y složených zpráv z ZSpeciálním případem je součin



PXY (x, y) = PX (x) PY (y)  pro  (x, y)  X ( Y .
Tento případ charakterizuje situace, kdy zprávy X a Y jsou nezávislé a označujeme symbolem  PXY  ( PX ( PY .


Diskriminační informace



I(X;Y) = I(PXY , PX ( PY )





(3.18)

mezi společnou distribucí PXY  zpráv X, Y a součinovou distribucí PX ( PY , která by dvojici  X, Y  popisovala, kdyby zprávy X a Y byly nezávislé, je mírou asociace mezi zprávami X a Y, kterou považujeme za komunikační informaci ve zprávě Y o zprávě X. Základní vlastnosti informace I(X;Y) shrneme do následující věty.

Věta 3.5  Informace  I(X;Y) je symetrická v proměnných  X, Y  a splňuje nerovnosti



0 ≤  I(X;Y)  ≤  max {I(X) , I(Y)}




(3.19)

přičemž  I(X;Y) = 0  právě když zprávy X a Y  jsou nezávislé a 



I(X;Y) = I(X)   resp.   I(X;Y) = I(Y)




(3.20)

právě když existuje funkce ( : X
[image: image101.wmf]®

Y   resp.  ( : Y
[image: image102.wmf]®

 X , pro kterou



Y = ((X)    resp.    X = ((Y) .




(3.21)











Důkaz Symetrie plyne přímo z definic (3.15), (3.18). Nezápornost spolu s podmínkou pro nulovost plyne z definice (3.18) a věty 3.3. Dále, podle (3.8)

I(X;Y) = 
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kde



 I(X | Y = y) =  
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je informace ve zprávě X za podmínky, že Y = y.  Z věty 3.1 víme, že tato informace je nezáporná a nulová právě když  PX|Y=y  je Diracova distribuce s jednotkovou pravděpodobností v některém bodě  x = ( (y) X . Tudíž platí



I(X;Y) ≤  I(X)

a rovnost platí jen když X = ((Y). Odsud a ze symetrie I(X;Y) = I(Y;X) plynou zbývající tvrzení (3.19) – (3.21) .


Speciálním případem zobrazení ( : X
[image: image106.wmf]®

Y  je identické zobrazení v případech kdy Y = X. Pak ( (X) = X  a tudíž pro všechny dvojice zpráv X, Y platí relace 



I(X;Y)  ≤  I(X) = I(X;X) .





(3.22)

To znamená, že největší informaci o zprávě X získáme přímým porovnáním této zprávy a takto získaná informace je dána dříve uvedeným vztahem (3.5). Dále toto znamená, že klasická komunikační informace I(X) je speciálním případem diskriminační informace ve smyslu 



I(X) = I(PXY , PX ( PY ) .
Příklad 3.10  V příkladě 3.4 jsme sledovali zprávu X ~ (X, P) o tom, zda a  kdy dárce upadl do klinické smrti a za určitých podmínek jsme stanovili i její informaci na úrovni I(X) = 1,96875 bitů. V příkladě 3.5 jsme studovali redukci této zprávy Y ~ (Y, Q), která říkala pouze zda pacient upadl či neupadl do klinické smrti a za stejných podmínek jako dříve jsme vypočetli informaci I(Y) = 0,1161 bitů. Protože zde máme situaci, kdy Y je funkcí ((X) zprávy X, ve zprávě Y je pouze I(X;Y ) = 0,1161 bitů informace o zprávě X. Převážná část informace ve zprávě X se tudíž týká okamžiku případného upadnutí do klinické smrti a jen menší část vypovídá o upadnutí jako takovém. Je tomu tak proto, že za daných podmínek k upadnutí do klinické smrti skoro s jistotou dojde. Pravděpodobnost této eventuality je totiž Q(Y1) = 63/64.

Veličina 

I(X | Y) = 
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se kterou jsme se setkali v důkazu věty 3.5 představuje informaci ve zprávě X při znalosti zprávy Y. Z tohoto důkazu plyne následující věta.

Věta 3.6 Komunikační (Shannonova) informace I(X;Y) ve zprávě Y o zprávě X představuje pokles apriorní informace nesené zprávou X jako takovou poté co je sdělena zpráva Y.

Protože informace I(X) se rovná entropii H(X) ze vztahu (3.6), kterou interpretujeme jako míru neurčitosti, lze výsledek věty 3.6 chápat také tak, že informace I(X;Y) je rozdíl H(X) ( H(X | Y) mezi apriorní a aposteriorní neurčitostí zprávy X.


Posledním typem informace, o kterém zde pojednáme, bude rozhodovací informace ve zprávě X ~ (X, (P + (1 ( () Q), která charakterizuje možnosti snížit s  její pomocí rozhodovací riziko.


Uvažujme pro jednoduchost situaci, kdy máme možnost zvolit rozhodnutí r nebo s, z nichž jedno je „správné“ vedoucí k nulové ztrátě a druhé je „nesprávné“ a vede k jednotkové ztrátě. Přitom r  je správné s apriorní pravděpodobností 
[image: image108.wmf]p

 (0, 1)a s je správné s pravděpodobností 1 ( 
[image: image109.wmf]p

.  Aposteriorní  informace o tom, které rozhodnutí je správné, je zprostředkováno zprávou X s distribucí P když je správné rozhodnutí r a distribucí Q za podmínky, že správné je  s. Za těchto podmínek obdržíme apriorní Bayesovo riziko 


R(
[image: image110.wmf]p

) = min{(, 1 ( (}

a aposteriorní Bayesovo riziko



R(( | P, Q ) = 
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Pokles Bayesova rizika 


I( (P, Q) = R(() ( R(( |P, Q)
 




(3.23)

v důsledku využití pozorování X nazveme rozhodovací informací v tomto pozorování.


Rozhodovací informaci pod trochu jiným názvem poprvé zavedl De Groot [15]. V nedávné práci Lieseho a Vajdy [16] lze najít důkaz, že diskriminační informace I(P, Q) je průměrnou rozhodovací informací, pokud zprůměrňujeme přes různé možné apriorní pravděpodobnosti 
[image: image112.wmf]p

 s váhovou funkcí



W(() = 
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(3.24)

Věta 3.7  Diskriminační informace je střední rozhodovací informace ve smyslu formule



I (P, Q) =  
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(3.25)

kde w(
[image: image115.wmf]p

) je hustota nesymetrické beta distribuce (3.24) .

Obor hodnot rozhodovací informace (3.23) charakterizuje následující věta.

Věta 3.8  Rozhodovací informace (3.23) je omezená a nabývá hodnoty z intervalu



0 ≤  I((P, Q) ≤ R((),

přičemž levá rovnost nastává pro P = Q a pravá rovnost nastává když nosiče distribucí P a Q jsou disjunktní, symbolicky P Q . 

Příklad 3.11
Budeme uvažovat situaci popsanou v příkladě 3.8 s tím rozdílem, že budeme chtít optimálně (bayesovsky) rozhodnout, zda bagdádská hypotéza platí, či nikoliv. Jde tedy o bayesovský test hypotézy H: PB proti alternativě A: P, kde PB a P jsou distribuce z tabulky 3.3. Mohou nastat dvě situace označené níže jako (i) a (ii). 

(i)  Nemáme-li k dispozici žádné meření. Pak se musíme na základě určité apriorní pravděpodobnosti 0 < ( < 1 rozhodnout, že hypotéza H platí. V tomto případě bayesovské rozhodnutí (, které vede k minimální pravděpodobnosti chyby (minimálnímu riziku)


[image: image116.wmf]{

}

p

p

p

-

=

1

,

min

)

(

R

,    

je 


[image: image117.wmf]î

í

ì

<

-

<

³

-

³

=

.

2

/

1

  

  t.j.

,

1

  

když

2

/

1

  

  t.j.

,

1

  

když

)

(

p

p

p

p

p

p

d

A

H

i


(ii)  Je-li rozhodnutí ( = ((x) založené na měření X = x ( { x(1), …, x(7)} popsaném již dříve v příkladě 3.8, pak riziko
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Z tabulky 3.3 můžeme nahlédnout, že za těchto okolností optimální (bayesovská) rozhodnutí δ(x(i)) budou mít tvar
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V prvním případě
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je jasné, že platí R((|PB,P) ( R(() = min {(, 1-(}, tj. že riziko na základě výsledku měření X nemůže být větší než riziko bez pozorování. Navíc z definice (3.23) dostáváme rozhodovací informaci
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Graf této informace je na obrázku 3.2.
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Obr. 3.2 
Rozhodovací informace 
[image: image129.wmf])

,

(

P

P

I

B

p
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Jako poslední krok v tomto příkladě ověříme platnost tvrzení věty 3.7. Po dosazení po částech lineární funkce z obr. 3.2 dostaneme
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Toto souhlasí s hodnotou diskriminační informace I(PB, P) získanou přímým výpočtem v příkladě 3.8.

Pomocí soudobých informačních technologií mohou lékaři a výzkumníci shromažďovat velké databáze pozorování zaznamenávajících údaje o pacientech a jejich nemocích. Odhalit příznaky, které rychle a s nejmenšími náklady poskytnou dostatek informací pro optimální lékařské rozhodování je důležitý úkol, který v současnosti stojí před medicínským výzkumem. Přitom se jedná o speciální případ obecnějšího problému lokalizace těch informačních komponent, na kterých stojí optimální rozhodování. Máme na mysli různé informačně-teoretické míry neurčitosti a informace a informační míry statistické závislosti a podmíněné závislosti. Můžeme se zmínit o dvou konkrétních problémech. Prvním je problém konstituce dat, kde se jedná o to, zda dané lékařské databáze obsahuje postačující informaci pro rozhodování. Druhým problémem je redukce dat, kde jde o metody pro odstraňování redundantních složek informace v důsledku vzájemné závislosti mezi různými příznaky. Obecný přístup ke konstituci a redukci dat byl studován v práci Zvárové a Studeného [17].

4.  Znalosti 


Pojem znalost souvisí s modelem jazyk – ontologie a v rámci tohoto modelu lze pojem znalost přesněji vymezit. Tento model předpokládá, že existuje svět (ontologie) skládající se z objektů, které mají určité vlastnosti a mezi kterými platí určité vztahy (relace). Dále se předpokládá, že pro popis ontologie je k dispozici jazyk. Univerzálním jazykem pro popis ontologií je predikátový počet a proto pokud budeme dále mluvit o jazyku, budeme mít na mysli predikátový počet. Pro objekty ontologie, vlastnosti i relace existují v jazyce jména. Objekty se označují individuálními konstantami a vlastnosti objektů a relace mezi nimi se označují predikáty. Jazyk dále obsahuje individuální proměnné a logické operátory. Logickými operátory jsou především obecný kvantifikátor a existenční kvantifikátor, které spolu s individuálními proměnnými dovolují tvořit obecná tvrzení typu: pro všechna x platí, že mají vlastnost P(x), symbolicky (xP(x) nebo: existuje x pro které platí Q(x) , symbolicky (xQ(x)  atd. Dále logickými operátory jsou tzv. logické spojky ne ((), a ((), nebo ((), implikuje (() atd., které dovolují z jednoduchých výroků vytvářet složené výroky. Například tvrzení, že objekt a má vlastnost P a  Q se vyjádří jako P(a) ( Q(a) atd.


Přiřazení predikátů vlastnostem a relacím nazýváme interpretací jazyka. Přiřazení objektů individuálním proměnným se nazývá ohodnocením.


Chování objektů ontologie lze popsat teorií. Teorie se skládá z určitého počtu tvrzení, které pokládáme za pravdivé a které nazýváme axiomy a z teorémů (vět), jejichž platnost lze z axiomů odvodit použitím čistě logických prostředků.


Vědecké teorie v experimentálních vědách se formulují na základě provedených experimentů. Výsledky experimentů, zapsané jako logické formule a nazývané buď atomární formule (Russell) nebo protokolární věty (Carnap) jsou východiskem k formulaci hypotetických tvrzení, jejichž platnost je třeba ověřit dalšími experimenty. Protokolární věty obsahují jen konstanty odkazující na konkrétní reálné objekty použité při experimentu. Naproti tomu hypotetická tvrzení vědeckých teorií odkazují také na objekty, které v protokolárních větách přímo nevystupují. Například ve fyzikálních teoriích to je elektron, foton, elektromagnetické pole atd. Logici a filosofové zabývající se metodologií vědy po několik desetiletí usilovali o zodpovězení otázky, zda je možné teoretické termíny definovat na základě protokolárních vět. Diskuze na toto téma byla vlastně moderní paralelou k debatě mezi realisty a nominalisty v klasické filosofii. Sám Carnap se po mnoho let snažil ukázat, že takováto redukce teoretických termínů je možná. Jeho snaha však vyzněla naprázdno a Carnap nakonec přijal dnes převažující názor, že takováto redukce možná není. Převážná většina odborníků, kteří dnes v metodologii vědy pracují, soudí, že je možné pouze vymezit vlastnosti teoretických termínů pomocí tzv. významových postulátů. Významové postuláty teoretických termínů, které teorie používá, lze potom zahrnout do axiomů teorie.   


Pojem znalost či znalosti se obvykle používá intuitivně. V rámci výše popsaného modelu jazyk-ontologie lze jeho význam přesněji vymezit. Za znalost budeme považovat pravdivou výpověď o ontologii formulovanou v uvažovaném jazyce.


Znalosti mohu být různého druhu. Analytická znalost je takové pravdivé tvrzení, jehož platnost lze odvodit čistě logickými prostředky z významových postulátů. Taková znalost nezávisí na ontologii, tj. platí v každé ontologii. Mezi analytické znalosti patří např. tvrzení matematických teorií. Např. tvrzení teorie množin lze odvodit z axiomů teorie množin, které lze považovat za významové postuláty specifikující vlastnosti teoretického pojmu množina. Na příkladu matematických teorií vidíme, že analytické znalosti nemusí být jen triviálními logickými důsledky významových postulátů a že jejich získání může být velmi obtížné.


Mezi analytické znalosti zahrneme i tvrzení, jejichž pravdivost lze odvodit čistě logickými prostředky bez použití významových postulátů. Takovýmto tvrzením také říkáme tautologie. Tautologie jsou z hlediska vědeckých teorií nezajímavé.


Znalosti, které neplatí ve všech ontologiích a jejichž platnost musí být rozhodnuta na základě experimentu, nazýváme syntetické. Základními syntetickými znalostmi jsou tvrzení jejichž platnost potvrdilo přímé pozorování, např. tvrzení P(a) že objekt a má vlastnost P. Tyto základní syntetické znalosti budeme nazývat fakta.


Z faktů se experimentální vědy snaží stanovit obecná tvrzení způsobem, který se nazývá indukce.  Například pokud se na základě pozorování objektů ontologie zjistí, že všichni havrani a, b, c, . . . , které jsme dosud pozorovali, jsou černí, stanovíme obecné tvrzení, že každý havran je černý. Symbolicky proces indukce můžeme vyjádřit následovně. (C(x) je predikát x je havran a B(x) je predikát x je černý) .

Fakta:

C(a)(B(a), C(b)(B(b), C(c)(B(c), . . .  

_____________________________________________

Obecné tvrzení:



(x(C(x) ( B(x))


Z platných formulí můžeme vytvářet teorie tak, že určitý počet tvrzení prohlásíme za axiomy teorie. Tato tvrzení musí být konsistentní, jinak by v teorii bylo možné odvodit jakékoliv tvrzení a teorie by byla bezcenná. Z axiomů teorie pak odvozujeme tvrzení teorie. Jak již bylo řečeno, tato tvrzení platí ve všech ontologiích, ve kterých jsou splněny axiomy teorie.


Mezi axiomy teorie musí být obecná tvrzení, aby teorie byla pro praktické použití zajímavá.  Pokud by tomu tak nebylo, nebylo by možné z teorie odvodit žádné faktické tvrzení o objektech ontologie, které již není obsaženo v axiomech. Např. pokud axiomy teorie budou faktická tvrzení, že havrani a, b, c, . . .  jsou černí, nelze v teorii odvodit, že havran z, který není v axiomech explicitně uveden, je také černý. Teorie, jejíž axiomy jsou jenom fakta tak degeneruje v databázi zjištěných faktů. 


Vzhledem k tomu, že při stanovení axiomů teorie je třeba použít indukce, nikdy nemáme jistotu, že teorie je správná. Její správnost lze ale potvrzovat pozorováním nebo experimenty. Potvrzování spočívá v odvozování logických důsledků axiomů teorie a ověřování jejich platnosti (confirmation, validation). Často se postupuje tak, že se hledají takové důsledky, o jejichž platnosti lze na základě intuice pochybovat. Takovému postupu se říká snaha o odmítnutí nebo vyvrácení (refutation) teorie. Nalezení neplatného důsledku vede k vyvrácení teorie a hledání teorie nové. Ve fyzice je často nová teorie zpřesněním vyvrácené teorie. Vyvrácená teorie totiž obvykle poskytuje alespoň přibližný popis skutečnosti. A protože její použití bývá jednodušší,  často se i nadále v praxi s úspěchem používá. Například v převážné většině technických aplikací se nadále používá klasická mechanika, i když byly nalezeny její neplatné důsledky, které znamenaly její vyvrácení. Přesný popis skutečnosti poskytuje pouze relativistická mechanika, která zatím vyvrácena nebyla.        


Informace je pojem, který se používá podle souvislosti v dvojím smyslu: 

1. Konkrétním jako souhrnný název pro data a znalosti.

2. Abstraktním jako název pro míru, která stanoví, jak daná konkrétní informace snižuje neurčitost našeho obrazu světa.


To že určitý význam pojmu závisí na kontextu není ve vědě neobvyklý. Vezměme například tradiční pojem hmota tak jak jej používá fyzika. V konkrétním smyslu tento pojem označuje reálné objekty vnějšího světa jako je elektron, foton, voda, elektrický vodič atd. V abstraktním smyslu vyjadřuje míru schopnosti hmotného tělesa zrychlovat  svůj pohyb při aplikaci síly. V současné době se však v tomto abstraktním smyslu pro odlišení místo slovo hmota obvykle v češtině používá  slovo hmotnost.

Podobně by bylo možné navrhnout odlišit oba významy pojmu informace zavedením jiného slova pro označení jeho abstraktního významu. Na základě analogie s dvojicí slov hmota-hmotnost se nabízí použít pro abstraktní význam pojmu informace slovo "informativnost". Nic takového však v odborné literatuře navrženo nebylo a způsob použití slova informace je určen  kontextem.  


Informace jako míra poklesu neurčitosti našeho obrazu světa po přijetí určité zprávy byla zavedena Shannonem a našla velké množství důležitých praktických aplikací. Základní představa je následující. Stavy ontologie se považují za realizace náhodné proměnné X. Pokud známe pravdivostní distribuci PX , můžeme stanovit entropii H(X) ( 0, která vyjadřuje průměrnou míru neurčitosti s jakou lze stanovit, který ze stavů ontologie nastane nebo nastal. Dále se předpokládá, že je k dispozici zpráva charakterizovaná náhodnou proměnnou Y. Pokud známe podmíněné rozložení pravděpodobnosti  PX | Y , lze stanovit podmíněnou entropii H(X | Y). Podmíněná entropie má hodnotu 0 pokud realizace zprávy jednoznačně určuje stav ontologie a rovná se hodnotě H(X) pokud jsou náhodné proměnné X a Y  nezávislé. Podle věty 3.6  informace, která je obsažena ve zprávě je pak dána vztahem       



I(X;Y) = H(X) ( H(X | Y)

a vyjadřuje míru snížení neurčitosti našeho obrazu světa po přijetí zprávy.


Například ontologií X mohou být možné chorobné stavy pacienta a zprávou Y jednotlivá vyšetření. Pokud známe pravděpodobnostní rozložení  PX a PX | Y, lze posuzovat adekvátnost těchto vyšetření na základě informace  I(X;Y).


Nejen shannonovská zpráva snižuje neurčitost našeho povědomí o ontologii. Tu snižují rovněž znalosti, protože omezují rozsah možných stavů ontologie. Navíc je zřejmé, že některé znalosti vypovídají o ontologii více než jiné. Například analytické znalosti jsou platné v každé ontologii a proto naši znalost ontologie nijak neupřesňují, tj. jejich vypovídací hodnota je nulová. Vzniká tedy otázka, zda by bylo možné měřit toto snížení neurčitosti v důsledku získání znalosti podobně jako je to možné v případě shannonovských zpráv.


Jinak řečeno je třeba navrhnout rozumnou míru pro snížení neurčitosti v důsledku získání znalostí. V souladu s prací Vajdy, Veselého a Zvárové [10], takovou míru v dalším uvedeme pod názvem množství informace  obsažené ve znalostech.


Předpokládejme, že jazyk J popisující ontologii ( obsahuje jednomístné predikáty (1 , . . . , (r, které popisují vlastnosti objektů ontologie  ( a individuální konstanty (1, . . . ,(s, které označují jednotlivé objekty (. Stavy ontologie (  lze popsat konjunkcemi (
   

( = ( ((1)  ( . . . ( ((j) . . .  ( ( ((s),  




(4.1)

   

( ((j)  = l1((j) ( . . . ( li ((j)  ( . . . ( lr ((j) , j = 1, . . . s , kde

li((j )= (i((j)  jestliže (i ((j)  platí a


           



li((j)  = ((i((j)   jestliže  (i ((j)  neplatí v ( .

Stavy ( uspořádáme a konjunkce, které tyto stavy podle (4.1) popisují, označíme (1, . . . , (M,  M = 2rs .
V predikátovém počtu platí (viz např. [9]), že každou formuli ( jazyka J popisujícího konečnou ontologii (, lze ekvivalentně vyjádřit formulí 



  
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I = { i  {1, . . . , M}:  platí ve stavu i ontologie  }.

Jinými slovy I  je soubor indexů i  {1, . . . , M}všech těch stavů i , ve kterých  formule  platí. Je to tedy jakási stavová reprezentace (stavové spektrum) formule .

Příklad 4.1 
Zajímá  nás vztah mezi horečkou (symptom F) a nemocí D. Předpokládejme, že bylo vyšetřeno 1000 pacientů a  že byly získány výsledky uvedené v tabulce 4.1. 

Tab. 4.1 
Rozdělení získané vyšetřením 1000 pacientů.

	
	Nemoc D

	Horečka F
	ano
	ne

	ano
	200
	0

	ne
	100
	700


S použitím formalizace popsané výše můžeme předpokládat, že  ontologie (  obsahuje pouze jeden prvek ( , který reprezentuje generického pacienta. Tvrzení (1(() nebo jednoduše (1 označuje skutečnost, že pacient má symptom  F a tvrzení (2(() nebo jednoduše (2 skutečnost, že pacient má nemoc D. Ontologie může být ve 22=4 různých stavech, jak je patrné z tabulky 4.2. V tabulce (i = 0 znamená, že tvrzení (i  neplatí a (i = 1 znamená, že (i v příslušném stavu ontologie platí. 1000 vyšetřených pacientů tvoří 1000 nezávislých realizací stavů ontologie a proto můžeme odhadnout pravděpodobnostní distribuci stavů ontologie. Tento odhad je uveden v posledním sloupci tabulky 4.2.

Tab. 4.2 
Pravděpodobnosti pi stavů ontologie (i.

	i
	stav ontologie (i
	(1
	(2
	(1 ((2
	pi

	1
	((1 (((2
	0
	0
	1
	0.7

	2
	((1 ((2
	0
	1
	1
	0.1

	3
	(1 (((2
	1
	0
	0
	0

	4
	(1 ((2
	1
	1
	1
	0.2


Z tabulky 4.1 je vidět, že formule (1 ((2  platí ve všech uvažovaných stavech ontologie. Z tabulky 4.2 vidíme, že formule ( =(1 ((2  může být ekvivalentně vyjádřena jako



( ( (((1 (((2) ( (((1 ((2) ( ((1 ((2) 

a tudíž že spektrum (stavové spektrum) formule (  je I( = {1, 2, 4}.

Příklad 4.2 Předpokládejme, že nás zajímá souvislost mezi třemi příznaky pacienta a jeho možnou nemocí. Ontologie tedy obsahuje pouze jeden prvek (generického pacienta) a jeho čtyři vlastnosti. Jazyk J popisující ontologii bude obsahovat individuální konstantu ( označující pacienta, predikáty (1, (2, (3, které označují jeho vlastnosti a predikát (4, který reprezentuje nemoc, kterou může trpět. Dále budeme pro zjednodušení zápisu psát



1(() = s1,  (() = s2, 3(() = s3,, 4(() = d .

Protože je s = 1 a r = 4, ontologie může být v jednom z 2rs = 16 stavů. Stavy ontologie mohou být uspořádány podle tabulky 4.3. Z  tabulky je zřejmé, že například formule

 
 = ((s1  s2)  d)  (d  (s1  s2)) 

platí ve stavech ontologie (1, (3, (5, (7, (9, (11, (14, (16.  Proto spektrum   je I( = {1, 3, 5, 7, 9, 11, 14, 16} a

( (
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, I = { 1, 3, 5, 7, 9, 11, 14, 16}.

Tab. 4.3 
Pravdivostní tabulka formule  = ((s1  s2)  d)  (d  (s1  s2)).

	stav ontologie (i
	s1
	s2
	s3
	d
	(

	(1 ( (s1 ((s2 ( (s3 ((d
	0
	0
	0
	0
	1

	(2 ( (s1 ((s2 ( (s3 (d
	0
	0
	0
	1
	0

	(3 ( (s1 ((s2 ( s3 ((d
	0
	0
	1
	0
	1

	(4 ( (s1 ((s2 ( s3 (d
	0
	0
	1
	1
	0

	(5 ( (s1 (s2 ( (s3 ((d
	0
	1
	0
	0
	1

	(6 ( (s1 (s2 ( (s3 (d
	0
	1
	0
	1
	0

	(7 ( (s1 (s2 ( s3 ((d
	0
	1
	1
	0
	1

	(8 ( (s1 (s2 ( s3 (d
	0
	1
	1
	1
	0

	(9 ( s1 ((s2 ( (s3 ((d
	1
	0
	0
	0
	1

	(10 ( s1 ((s2 ( (s3 (d
	1
	0
	0
	1
	0

	(11 ( s1 ((s2 ( s3 ((d
	1
	0
	1
	0
	1

	(12 ( s1 ((s2 ( s3 (d
	1
	0
	1
	1
	0

	(13 ( s1 (s2 ( (s3 ((d
	1
	1
	0
	0
	0

	(14 ( s1 (s2 ( (s3 (d
	1
	1
	0
	1
	1

	(15 ( s1 (s2 ( s3 ((d
	1
	1
	1
	0
	0

	(16 ( s1 (s2 ( s3 (d
	1
	1
	1
	1
	1



Předpokládejme, že T((1,. . . , (m) je teorie s axiomy (1,. . . , (m a že současná znalost o pravděpodobnostním rozložení stavů ontologie ( je Q = {qi : i( N }. Předpokládejme, že T(1,. . . , m) pravdivě popisuje ontologii (, t.j. že axiomy 1,. . . , m jsou platné v (.    Informaci I(T) obsaženou v teorii T ((1,. . . , (m) definujeme následovně:


I(T) = log [image: image135.wmf]å
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, kde IT = I1  . . .  I m .


       

(4.2)

Zde I1, . . . , Im jsou stavové reprezentace (stavová spektra) axiomů teorie T, a jejich průnik IT je stavová  reprezentace  (stavové spektrum) samotné teorie.

Pro informaci I(T) platí následující věta 4.1. V této větě je použita T-normalizace 
[image: image136.wmf]Q
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= (Q, T) definovaná pro libovolnou pravděpodobnostní distribuci Q = { qi : i N } vztahy
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(4.3)
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if i  IT, 




    
(4.4)

kde  IT je definováno ve formuli (4.2). Z formulí  (4.3) a (4.4) vidíme, že jde o přirozenou úpravu (normalizaci) pravděpodobnostní distribuce Q  poté, co jsou stavy ontologie  (i, i  N  IT  vyloučeny teorií T.

Věta 4.1   Informace I(T) obsažená v teorii T(1,. . . , m), která pravdivě popisuje ontologii Q má následující vlastnosti:

1. I(T)  0.

2. Je-li teorie  T1 rozšířením teorie T2 (i.e. T1  T2), potom I(T1)  I(T2).

3. I(T1)  I(T2)  platí právě tehdy, když



I(P,  (Q, T1))  I(P,  (Q, T2)) ,

kde P je skutečné pravděpodobnostní rozdělení stavů ontologie a kde výraz



I(P, Q) = 
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                    (4.5)

s upřesněním  p log p/q = 0 for p=0, q  0 a p log p/q =  for p  0, q = 0, označuje diskriminační  informaci příslušnou k distribucím P a Q (viz paragraf 3).

Důkaz
   Vlastnosti informace uvedené v bodech 1 a 2 plynou přímo z definice informace (3.5). Označme A = 
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. Protože z předpokladu  i  IT  plyne pi = 0 a tedy i  pi log pi/q = 0, dostaneme 

I(P, Q)  I(P,  (Q, T)) = 
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= I(T) .
Proto

I(T1) = I(P, Q)  I(P,  (Q, T1)) ,

I(T2) = I(P, Q)  I(P,  (Q, T2)) 

a tudíž

I(T1)  I(T2) = I(P,  (Q, T2))  I(P,  (Q, T1)) .

Z toho vidíme,že I(T1)  I(T2) platí právě tehdy, když 

I(P,  (Q, T1))  I(P,  (Q, T2)) .




Q.E.D.


Definovali jsme míru množství informace I(T) obsažené v teorii T. Vlastnost této míry lze jednoduše popsat takto: Pokud T1, T2 jsou dvě teorie s vlastností I(T1) ( I(T2) a znalost o ontologii spočívá v tom, že máme odhad pravděpodobnostní distribuce stavů ontologie Q, potom axiomy teorie T1, která obsahuje větší množství informace, dovolují přirozenou transformací (T1‑normalizací) transformovat distribuci Q na tvar 
[image: image150.wmf]Q

~

=( (Q, T)  bližší neznámé skutečné distribuci stavů ontologie P, než je distribuce, která vznikne transformací (T2‑normalizací) distribuce Q pomocí axiomů teorie T2 s menším obsahem informace. Pokud žádný odhad skutečné distribuce stavů ontologie není k dispozici, za výchozí odhad Q bereme rovnoměrné rozložení.


Teorie s větším informačním obsahem tedy dovolují přesnější aproximaci skutečného pravděpodobnostního rozložení stavů ontologie. Optimální rozhodování v rámci dané ontologie vyžaduje znalost skutečné distribuce stavů ontologie. Teorie s větším informačním obsahem tedy poskytují potenciální možnost lépe rozhodovat.  

Příklad 4.3  
V tomto příkladu ontologie (  obsahuje pouze jeden prvek (, který interpretujeme jako oběť bombového útoku na Středním východě. Předpokládejme, že tvrzení B = (1(() znamená, že oběť je z Bagdádu a že D = (2(() znamená, že oběť přežije druhé měření tak, jak je popsáno v příkladu 3.2. Dále předpokládáme, že P = {pi} je skutečné pravděpodobnostní rozdělení stavů ontologie (  a že současnou znalost pravděpodobnostního rozdělení stavů ontologie lze reprezentovat pravděpodobnostním rozdělením  Q = {qi} (viz tab. 4.4). Vidíme, že tvrzení ( ( B ( (D reprezentuje teorii pravdivou v této ontologii se spektrem {1, 2, 3}. Proto příspěvek teorie T(() k současné znalosti je



I(T(()) = log [image: image151.wmf]å
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= log 0.9 =  0.15 bit .
Vidíme, že v situaci, která je popsána pravděpodobnostním rozdělením Q, je informační obsah teorie ( dosti malý.

Tab. 4.4 
Pravdivostní hodnoty a pravděpodobnosti stavů ontologie.

	i
	stav ontologie (i
	B
	D
	(D
	B ( (D
	pi
	qi

	1
	(B ( (D
	0
	0
	1
	1
	0.7
	0.6

	2
	(B ( D
	0
	1
	0
	1
	0.1
	0.1

	3
	B ( (D
	1
	0
	1
	1
	0
	0.1

	4
	B ( D
	1
	1
	0
	0
	0.2
	0.2


Příklad 4.4 
Pokračujme v příkladu 4.2, to znamená ve zkoumání vztahů, které platí mezi třemi symptomy pacienta a nemocí kterou může trpět. Předpokládejme, že je k dispozici velký soubor vyšetřených pacientů s ověřenou diagnózou  a že chceme zjistit zda mezi symptomy a nemocí pacienta existují nějaké zákonitosti, které by bylo možné vyjádřit logickými formulemi. Za této situace se obvykle použijí metody vytěžování dat (data mining) a generují se tzv. IF-THEN pravidla.

Předpokládejme dále, že ontologie může být pouze v jednom z  3 stavů, definovaných následujícími konjunkcemi:
(1 ( (s1 ((s2 ( (s3 ((d,

(12 ( s1 ((s2 ( s3 (d,

(16 ( s1 (s2 ( s3 (d .

V tomto případě metody vytěžování dat mohou nalézt následující IF-THEN pravidla:
(1  ( s1  s2  d  (i.e., IF s1 AND s2 THEN d) ,

(2  ( s1  s3  d ,

(3  ( (s1 (s3 (d ,

(4  ( s1  d ,

(5  (  s2  d , 

(6  ( (s3 (d,

(7  ( s1 ( s2 ( ( s3 d 

(8  ( (s1 ( (s3 (d
Na základě získaných IF THEN pravidel můžeme formulovat například následující teorie: 

T1 = { (1, (2, (3 }, T2 = { (4, (6}, T3 = { (4, (5, (6}, T4 = { (7, (8}.

Vzniká otázka, která z těchto teorií je nejvíce informativní. 


K stanovení informačního obsahu těchto teorií použijeme výše zavedenou míru I(T). Vzhledem k tomu, že nemáme k dispozici žádný odhad pravděpodobnostní distribuce jednotlivých stavů ontologie, budeme předpokládat rovnoměrné rozložení.

Spektra axiomů (1, . . . , (8   mohou být stanoveny na základě jejich pravdivostních tabulek uvedených v tabulce 4.5. Výsledná spektra jsou uvedena v tabulce 4.6.

Tab. 4.5 
Pravdivostní tabulky axiomů (1, (2, (3, (4, (5, (6, (7, (8.

	stav (
	s1
	s2
	s3
	d
	(1
	(2
	(3
	(4
	(5
	(6
	(7
	(8

	(1
	0
	0
	0
	0
	1
	1
	1
	1
	1
	1
	1
	1

	(2
	0
	0
	0
	1
	1
	1
	0
	1
	1
	0
	1
	0

	(3
	0
	0
	1
	0
	1
	1
	1
	1
	1
	1
	0
	1

	(4
	0
	0
	1
	1
	1
	1
	0
	1
	1
	1
	1
	0

	(5
	0
	1
	0
	0
	1
	1
	1
	1
	0
	1
	0
	1

	(6
	0
	1
	0
	1
	1
	1
	1
	1
	1
	0
	1
	0

	(7
	0
	1
	1
	0
	1
	1
	1
	1
	0
	1
	0
	1

	(8
	0
	1
	1
	1
	1
	1
	1
	1
	1
	1
	1
	0

	(9
	1
	0
	0
	0
	1
	1
	1
	0
	1
	1
	0
	1

	(10
	1
	0
	0
	1
	1
	1
	1
	1
	1
	0
	1
	0

	(11
	1
	0
	1
	0
	1
	0
	1
	0
	1
	1
	0
	1

	(12
	1
	0
	1
	1
	1
	1
	1
	1
	1
	1
	1
	1

	(13
	1
	1
	0
	0
	0
	1
	1
	0
	0
	1
	0
	1

	(14
	1
	1
	0
	1
	1
	1
	1
	1
	1
	0
	1
	0

	(15
	1
	1
	1
	0
	0
	0
	1
	0
	0
	1
	0
	1

	(16
	1
	1
	1
	1
	1
	1
	1
	1
	1
	1
	1
	1


Tab. 4.6 
Spektra axiomů (1, (2, (3, (4, (5, (6, (7, (8.

	axiom
	spektrum axiomu (i

	(1
	{1, 2, 3, 4, 5, 6, 7, 8, 9, 10, 11, 12, 14, 16}

	(2,
	{1, 2, 3, 4, 5, 6, 7, 8, 9, 10, 12, 13, 14, 16}

	(3
	{1, 3, 5, 6, 7, 8, 9, 10, 11, 12, 13, 14, 15, 16}

	(4
	{1, 2, 3, 4, 5, 6, 7, 8, 10, 12, 14, 16}

	(5
	{1, 2, 3, 4, 6, 8, 9, 10, 11, 12, 14, 16}

	(6
	{1, 3, 4, 5, 7, 8, 9, 11, 12, 13, 15, 16}

	(7
	{1, 2, 4, 6, 8, 10, 12, 14, 16}

	(8
	{1, 3, 5, 7, 9, 11, 12, 13, 15, 16}


Spektra teorií T1, T2, T3, T4  jsou



IT1 = I1 ( I2 ( I3 ={1, 3, 5, 6, 7, 8, 9, 10, 12, 14, 16},



IT2 = I4 ( I6 = {1, 3, 4, 5, 7, 8, 12, 16},



IT3 = I4 ( I5 ( I6 ={1, 3, 4, 8, 12, 16},



IT4 = I7 ( I8 = {1, 12, 16}.

 Pro rovnoměrné rozdělení Q  výpočet I(T) dává následující hodnoty:
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Protože axiomy teorie T4 platí pouze ve stavech (1, (12, (16, t. j. právě jen v těch stavech, ve kterých ontologie může podle předpokladu být, jsou teorie T4 a teorie s ní ekvivalentní nejsilnější možné teorie, kterými lze ontologii pravdivě popsat. Informační obsah těchto teorií je maximální a rovná se 2.415 bitům.


Vzniká otázka jak lze navrženou informační míru znalostí prakticky využít. V současné době kromě tradičních databází a datových skladů vznikají také báze znalostí. Spolu s tradičními systémy pro podporu rozhodování, které ke své činnosti potřebují rozsáhlé datové soubory, se pro podporu rozhodování stále více používají systémy založené na znalostech. Ale znalostí, které lze získat buď pohovorem s experty nebo automatickými metodami, které jsou navrhovány a studovány v oblasti dnes nazývané vytěžování dat (data mining), je nepřeberné množství. To je zřejmé, když si uvědomíme, že i nad konečnou ontologií ke každé znalosti (platné formuli) existuje nekonečně mnoho ekvivalentních znalostí (platných formulí). Proto jsou metody, které poskytují ohodnocení významnosti jednotlivých znalostí pro jejich praktické využití v rozhodovacích modelech důležité.


Metoda ohodnocení významnosti znalosti reprezentované logickou formulí, která se okamžitě nabízí, je metoda založená na logické konsekvenci. Na množině formulí definujeme relaci  ( takto: platí ( ( (, pokud z platnosti formule (  logicky plyne platnost formule (.  Relace ( splňuje axiomy částečného uspořádání a definuje tak na množině všech formulí částečné uspořádání. Pokud platí ( ( (, pak považuje formuli ( za „významnější“ než (. Z metodického hlediska pak plyne přirozený závěr, že totiž  znalosti, které vyplývají z jiných znalostí nejsou zajímavé. Možnosti této nejjednodušší metody porovnávání znalostí jsou však velmi omezené. Za prvé jedná se o částečné uspořádání a většinu znalostí tak nelze mezi sebou porovnávat. Za druhé metoda neumožňuje kvantitativní vyjádření důležitosti jednotlivých znalostí. 


Výše definovaná míra obě tyto nevýhody odstraňuje. Definuje úplné uspořádání znalostí a důležitost („informativnost“) znalosti či souboru znalostí (teorie) kvantifikuje. Navíc tato kvantifikace je v souladu s intuitivním požadavkem, aby znalost, která je podle zavedeného kriteria důležitější či „informativnější“, umožňovala kvalitnější rozhodování.

Grantová podpora: Granty MŠMT  1M0614 a 1M0572.
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