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Statistické rozpoznáváńı Predikce Stat.Modely Shrnut́ı Obecný model Šachovnice Č́ıslice

Statistické řešeńı problému rozpoznáváńı

x = (x1, . . . , xN) ∈ X : N-rozměrné datové vektory

Ω = {ω1, ω2, . . . , ωJ} : konečný počet ťŕıd, pravděpodobnosti ťŕıd: p(ω)

P(x|ω), ω ∈ Ω : odhadnuté podḿıněné distribuce

BAYESŮV VZOREC: aposteriorńı pravděpodobnosti ťŕıd

p(ω|x) =
P(x|ω)p(ω)

P(x)
, P(x) =

∑
ω∈Ω

P(x|ω)p(ω), x ∈ X

BAYESOVA ROZHODOVAĆI FUNKCE: minimalizuje pravděp. chyby

d(x) = ω0 = arg max
ω∈Ω

{p(ω|x)} = arg max
ω∈Ω

{P(x|ω)p(ω)}

ŘEŠENÍ: odhad neznámých distribućı P(x|ω) na základě trénovaćıch
datových soubor̊u Sω = {x(1), . . . , x(Kω)}, ω ∈ Ω

POZN. Součinové komponenty umožňuj́ı sekvenčńı rozhodováńı
(postupné doplňováńı proměnných) výběr informativńıch p̌ŕıznak̊u
(globálně i lokálně) Sekvenčńı rozhodováńı Informativńı podprostor
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Př́ıklad 1: Rozpoznáváńı obrazc̊u na šachovnici

Problém:

rozpoznáváńı dvou ťŕıd obrazc̊u vzniklých na šachovnici náhodnými tahy
věže (ťŕıda ω1) resp. jezdce (ťŕıda ω2)

dimenze vektor̊u: N = 8 x 8 = 64
počet náhodných tahů: do obsazeńı 20 r̊uzných poĺıček

x = (x1, . . . , x64) ∈ {0, 1}64, xn ∈ {0, 1},
64∑

n=1

xn = 20, Ω = {ω1, ω2}

Vlastnosti problému:

netriviálńı statistický charakter problému, neprázdný pr̊unik ťŕıd,
neexistuj́ı jednoduché p̌ŕıznaky, možnost generováńı libovolně velkých
trénovaćıch soubor̊u dat
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Př́ıklad 1: Rozpoznáváńı obrazc̊u na šachovnici

Řešeńı: (Grim et al., 2003)

aproximace podḿıněných distribućı P(x|ω) pomoćı směśı Bernoulliho
rozložeńı s dimenźı N = 64

P(x|ω) =
∑

m∈Mω

f (m)
64∏

n=1

θxn
mn(1− θmn)

1−xn , xn ∈ {0, 1}, ω ∈ Ω

počet komponent směsi: |Mω| = 5; (20; 100; )

identické počátečńı váhy komponent: f (m) = 1/|Mω|
velikost trénovaćıho souboru: |Sω| = 2× 104; (2× 105; 5× 106; )

počátečńı hodnoty θmn generovány náhodně z intervalu 〈0.1, 0.9〉
počet iteraćı EM algoritmu omezen podḿınkou
(L

′ − L)/L < 5× 10−3
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Př́ıklad 1: Rozpoznáváńı obrazc̊u na šachovnici

Parametry směsi θmn pro ťŕıdu ”jezdec”
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Př́ıklad 1: Rozpoznáváńı obrazc̊u na šachovnici

Parametry směsi θmn pro ťŕıdu ”věž”
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Př́ıklad 1: Rozpoznáváńı obrazc̊u na šachovnici

PŘESNOST ROZPOZNÁVÁNÍ OBRAZCŮ NA ŠACHOVNICI

param. |Sω| = 2x104 |Sω| = 2x105 |Sω| = 5x106

|Mω| = 5 324 80.19 83.79 83.96
|Mω| = 20 1299 74.11 91.40 91.83
|Mω| = 100 6499 54.97 90.36 96.35

p̌resnost testována na nezávislém datovém souboru: |Stest
ω | = 5× 105

směs 5 komponent je p̌ŕılǐs jednoduchá, p̌resnost rozpoznáváńı se
nezvýš́ı ani po zvěťseńı trénovaćıho souboru

směs 20 komponent dosahuje značnou p̌resnost již p̌ri
|Sω| = 2× 105, daľśı zvěťseńı trénovaćıho souboru nemá vliv

směs 100 komponent vyžaduje velký počet dat, ale dosahuje
nejp̌resněǰśı výsledky rozpoznáváńı
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Př́ıklad 2: Rozpoznáváńı č́ıslic na binárńım rastru

Problém:

rozpoznáváńı rukou psaných č́ıslic na binárńım rastru z databáze
Concordia University, Montreal (směrovaćı č́ısla z nedoručených dopis̊u)
4000 trénovaćıch č́ıslic, tj. 400 pro každou ťŕıdu ω ∈ Ω
2000 č́ıslic pro nezávislé testováńı, tj. 200 pro každou ťŕıdu

Předzpracováńı dat:

normalizace č́ıslic na velikost rastru 32x32 (tj. dimenze dat N = 1024)
nebyly konstruovány žádné speciálńı p̌ŕıznaky, databáze byla rozš́ı̌rena
čty̌rmi nezávislými posuvy normalizovaných č́ıslic vertikálně i horizontálně
(±1,±2), tj. pro každou č́ıslici 5×5 nezávislých pozic

popis č́ıslic: xn ∈ {0, 1}, x = (x1, x2, . . . , x1024) ∈ X , X = {0, 1}1024

počet ťŕıd: |Ω| = 10, Ω = {ω0, ω1, . . . , ω9}

výsledný soubor: 100000 vzork̊u č́ıslic (|Sω| = 5× 5× 400 = 10000)

POZN. Pǒrad́ı poĺıček rastru ve vektoru x může být zvoleno libovolně.
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Př́ıklad 2: Rozpoznáváńı č́ıslic na binárńım rastru

Řešeńı: (Grim et al., 2000a, 2000b, 2002)

spoč́ıvá v aproximaci podḿıněných distribućı P(x|ω) v původńım
1024-dimensionálńım prostoru pomoćı strukturńı Bernoulliovské směsi

P(x|ω) = F (x|0)
∑

m∈Mω

f (m)
∏
n∈N

[(
θmn

θ0n

)xn
(

1− θmn

1− θ0n

)1−xn
]φmn

, ω ∈ Ω

F (x|0) =
∏
n∈N

θxn
0n(1− θ0n)

1−xn , θ0n = P{xn = 1} =
∑
ω∈Ω

Pn(1|ω)p(ω)

F (x|0): konstantńı distribuce pozad́ı (θ0n ≈ ”pr̊uměrná” č́ıslice)

počátečńı počet komponent: |Mω| = 60 (váhy f (0)(m) = 1
60 )

počet nenulových parametr̊u φmn = 1: rω = 15000− 20000

náhodné počátečńı hodnoty θmn ∈ 〈0.1, 0.9〉 a φmn ∈ {0, 1}
počet iteraćı EM algoritmu: 20− 40
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Př́ıklad 2: Rozpoznáváńı č́ıslic na binárńım rastru

Grafické zobrazeńı parametr̊u strukturńıch směśı
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Př́ıklad 2: Rozpoznáváńı č́ıslic na binárńım rastru

PŘESNOST ROZPOZNÁVÁNÍ Č́ISLIC
(8 nezávislých řešeńı problému - náhodné počátečńı parametry směsi)

M r r/M %(1024) p̌resnost

Řešeńı 1 400 180007 450.0 43.9 0.9330
Řešeńı 2 370 175000 473.0 46.2 0.9325
Řešeńı 3 410 200000 487.8 47.6 0.9325
Řešeńı 4 428 159997 373.8 36.5 0.9315
Řešeńı 5 381 160000 419.9 41.0 0.9310
Řešeńı 6 476 240000 504.2 49.2 0.9300
Řešeńı 7 374 175000 467.9 45.7 0.9295
Řešeńı 8 420 179994 428.6 41.8 0.9270

r - celkový počet parametr̊u, M - celkový počet komponent

r =
∑

ω∈Ω

∑
m∈Mω

∑
n∈N φmn Publikované výsledky klasifikace
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Př́ıklad 3: Modelováńı textur pomoćı normálńı směsi

černob́ılé textury: Y = [yij ]
I J
i=1 j=1, yij ∈ {0, . . . , 255} ≈ úrovně šedi

p̌ŕıklady textur: rozměry 512× 512 pixel̊u, tj. I = J = 512

Předpoklad statistické ”homogenity”:

p̌redpokládáme, že texturu lze popsat lokálně na základě statistických
vlastnost́ı vniťrńıch pixel̊u x1, . . . , xN nějakého pohyblivého okna

x = (x1, x2, . . . , xN) ≈ vniťrńı pixely pohyblivého okna (N = 400÷ 900)

S = {x(1), . . . , x(K)} ≈ data źıskaná posuvem okna v obrázku textury

POZN. Vektory x ∈ S nejsou nezávislé v důsledku p̌rekryvu oken.
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Př́ıklad 3: Modelováńı textur pomoćı normálńı směsi

Princip modelováńı (Grim et al. 2001, Haindl et al., 2004):

odhad lokálńıch statistických vlastnost́ı textury uvniťr posuvného
okna pomoćı normálńı součinové směsi P(x)

postupná predikce (syntéza) textury (libovolné velikosti) na základě
podḿıněných distribućı odvozených z P(x)

nahrazeńı výsledku predikce v každém kroku ”nejpodobněǰśı” část́ı
původńı reálné textury

P(x) =
∑

m∈M
f (m)F (x|µm,σm) =

∑
m∈M

f (m)
∏
n∈N

fn(xn|µmn, σmn)

D = {j1, . . . , jl} ⊂ N ≈ definovaná část okna
C = {i1, . . . , ik} = N \ D ≈ nedefinovaná část okna

xD = (xj1 , . . . , xjl ) ∈ XD , F (xD |µm,σm) = Πn∈D fn(xn|µmn, σmn)

xC = (xi1 , . . . , xik ) ∈ XC , F (xC |µm,σm) = Πn∈C fn(xn|µmn, σmn)



Statistické rozpoznáváńı Predikce Stat.Modely Shrnut́ı Textury Inpainting

Př́ıklad 3: Modelováńı textur pomoćı normálńı směsi

podḿıněné distribuce:

PC |D(xC |xD) =
PCD(xC , xD)

PD(xD)
=

∑
m∈M

Wm(xD)F (xC |µmC ,σmC )

Wm(xD) =
f (m)F (xD |µmD ,σmD)∑
j∈M f (j)F (xD |µjD ,σjD)

očekávané hodnoty x̄C p̌ri definované části xD :

x̄C = EC |D{xC |xD} =

∫
xCPC |D(xC |xD)dxC =

∑
m∈M

Wm(xD)µmC

nahrazeńı x̄C ”nejpodobněǰśı část́ı ” p̊uvodńı reálné textury:

x∗C = arg min
yC∈S

{‖x̄C − yC‖2}

yC ≈ části původńı textury źıskané posuvem okna v původńım obrázku
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Př́ıklad 3: Modelováńı textur pomoćı normálńı směsi

model textury ”ratan”:

původńı textura pr̊uměry komp. µm syntéza vzorkováńım

velikost obrázku: 512x512 pixels ⇒ |S| .
= 233000

velikost posuvného okna: 30x30 pixel̊u

počet komponent: |M| = 80

počet iteraćı EM algoritmu: t = 15
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Př́ıklad 3: Modelováńı textur pomoćı normálńı směsi

model textury ”ratan”:

původńı textura optimálńı ”záplaty” syntéza vzorkováńım

“realistická” syntéza: pr̊uměry komponent µm nahrazeny podobnými
částmi původńı textury µ∗m optimálně vyhledanými podle kriteria:

µ∗m = arg min
x∈S

{‖x− µm‖2}
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Př́ıklad 3: Modelováńı textur pomoćı normálńı směsi

model textury ”hrubá látka”:

velikost posuvného okna: 30x30 pixel̊u

dimenze směsi: N = 30x30 = 900, počet komponent: |M| = 128

počet vzork̊u textury źıskaných pohybem okna: |S| .
= 232000

ḿıra vzdálenosti komponent směsi: q̄max = 0.993

posuv okna p̌ri syntéze: 13 pixel̊u

p̌ri nahrazováńı predikované textury reálnou část́ı obrázku byly
použity části původńı barevné textury
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Př́ıklad 3: Modelováńı textur pomoćı normálńı směsi

model textury ”světlá k̊uže”:

velikost posuvného okna: 20x20 pixel̊u

dimenze směsi: N = 20x20 = 400, počet komponent: |M| = 50

počet vzork̊u textury źıskaných posuvem okna: |S| .
= 242000

ḿıra vzdálenosti komponent směsi: q̄max = 0.959

posuv okna p̌ri syntéze: 12 pixel̊u

POZN. Paradoxně: nejmenš́ı krok p̌ri syntéze neńı nejlepš́ı, optimálńı
krok odpov́ıdá p̌ribližně polovině strany okna (!?).
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Př́ıklad 3: Modelováńı textur pomoćı normálńı směsi

model textury ”koberec”:

dimenze směsi: N = 30x30 = 900, počet komponent: |M| = 90

počet vzork̊u textury źıskaných posuvem okna: |S| .
= 232000

počet iteraćı EM algoritmu: t = 20

ḿıra vzdálenosti komponent směsi: q̄max = 0.997

posuv okna p̌ri syntéze: 18 pixel̊u

POZN. Při velikosti okna 30x30 pixel̊u je dob̌re popsána jemná
struktura, ale selhává popis hrubé struktury koberce.
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Př́ıklad 3: Modelováńı textury pomoćı strukturńı směsi

strukturńı model textury ”koberec”:

dimenze směsi: N = 60x60 = 3600, počet komponent: |M| = 94

počet vzork̊u textury źıskaných posuvem okna: |S| .
= 205000

počet iteraćı EM algoritmu: t = 18

ḿıra vzdálenosti komponent směsi: q̄max = 0.999

posuv okna p̌ri syntéze: 24 pixel̊u

POZN. Popis hrubé struktury koberce je žretelně lepš́ı než p̌ri velikosti
okna 30x30 pixel̊u.
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Př́ıklad 4: Predikce chyběj́ıćıch část́ı obrázku

p̊uvodńı poškozený obrázek
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Př́ıklad 4: Predikce chyběj́ıćıch část́ı obrázku

opravený obrázek
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Př́ıklad 4: Predikce chyběj́ıćıch část́ı obrázku

p̊uvodńı poškozený obrázek
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Př́ıklad 4: Predikce chyběj́ıćıch část́ı obrázku

opravený obrázek
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Př́ıklad 4: Predikce chyběj́ıćıch část́ı obrázku

p̊uvodńı poškozený obrázek
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Př́ıklad 4: Predikce chyběj́ıćıch část́ı obrázku

opravený obrázek
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Př́ıklad 5: Interaktivńı statistický model dat ze sč́ıtáńı lidu

náklady sč́ıtáńı lidu: cca 2.5 mld Kč

dostupnost výsledk̊u sč́ıtáńı lidu je značně omezena nutnost́ı
ochrany anonymity dat

Současné metody publikace výsledk̊u

aggregovaná data (územně, nap̌r. na úrovni sč́ıtaćıch okrsk̊u)
nevýhoda: zcela se znehodnot́ı informace o subpopulaćıch

publikace tabulek (tiskem nebo na pamět’ových médíıch)
nevýhody: až do 10 proměnných, nutné ově̌rováńı anonymity dat

komerčńı služby statistických ú̌rad̊u (ṕısemný dotaz)
nevýhody: těžkopádný a zdlouhavý postup, poplatky

anonymizované uživatelské soubory mikrodat (|S| ≈ 106)
výhoda: neomezené možnosti formulace otázek
nevýhody: nutné ově̌rováńı anonymity dat, omezená distribuce,
omezená p̌resnost údaj̊u (anonymizačńı procedury, velikost souboru)
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Př́ıklad 5: Interaktivńı statistický model dat ze sč́ıtáńı lidu

Interaktivńı odvozováńı statistických vlastnost́ı dat pomoćı modelu:

Diskrétńı součinová směs může být p̌ŕımo použita jako báze znalost́ı
pravděpodobnostńıho expertńıho systému PES. Umožňuje rychlé
odvozováńı podḿıněných histogramů pro libovolně zvolenou subpopulaci
interaktivńım způsobem p̌ri dokonale zabezpečené ochraně dat.

xC = (xi1 , . . . , xik ) ∈ XC , C = {i1, . . . , ik} ⊂ N

subpopulace: S(xC ) = {y ∈ S : yC = xC} ⊂ S

(Nap̌r. dvojićı otázek (|C | = 2, N = 25) lze určit cca 104 subpopulaćı.)

jednoduchý výpočet podḿıněných distribućı Pn|C (xn|xC ), n /∈ C :

Pn|C (xn|xC ) =
∑

m∈M
Wm(xC )fn(xn|m), Wm(xC ) =

wmFC (xC |m)∑M
j=1 wjFC (xC |j)
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Př́ıklad 5: Interaktivńı statistický model dat ze sč́ıtáńı lidu

PRŮMĚRNÁ CHYBA REPRODUKCE RELATIVNÍCH ČETNOSTÍ

(Sč́ıtáńı lidu 1991 - Pražské domácnosti, 23 otázek, |S| = 535000)

Počet Hodnota Trváńı Abs. chyba Rel. chyba
komponent kriteria L výpočtu ∆̄ δ̄

1 -29,2069 2 s 0,00891 54,4 %
5 -22,8797 25 s 0,00274 22,3 %

10 -20,5518 3 m 0,00211 17,9 %
50 -18,4564 39 m 0,00108 10,8 %

100 -17,7872 2,5 h 0,00083 8,1 %
500 -16,6389 12 h 0,00040 4,2 %

1 000 -16,3837 26 h 0,00035 3,3 %
10 000 -15,8367 72 h 0,00018 1,9 %

ε-relevantńı subpopulace: |Rε|
.
= 87000 (kombinace 3 otázek, práh ε = 0.003)

∆̄ =
1

|Rε|
∑

A∈Rε

|P(A)− P̂(A)|, δ̄ =
1

|Rε|
∑

A∈Rε

|P(A)− P̂(A)|
P̂(A)
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Př́ıklad 5: Interaktivńı statistický model dat ze sč́ıtáńı lidu

ZÁVISLOST ROZLOŽENÍ RELATIVNÍCH CHYB MODELU

NA VELIKOSTI SUBPOPULACE

(Sč́ıtáńı lidu 1991 - Pražské domácnosti, 23 otázek, |S| = 535000, |M| = 100)

-1

0

1

10 10 10 10 10 10 10 10 10 10 10 10
-5,5 -5,0 -4,5 -4,0 -3,5 -3,0 -2,5 -2,0 -1,5 -1,0 -0,5 0

osa x: horńı meze p̌ŕıslušných interval̊u velikosti subpopulace

Informačńı analýza dat
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Př́ıklad 6: Vyhledáváńı poruch a odchylek v textǔre

černob́ılá textura: Y = [yij ]
I J
i=1 j=1 , yij ≈ úrovně šedi (≈ xn)

Předpoklad: homogenńı textura

lokálńı statistické závislosti mezi pixely uvniťr zvoleného okna jsou
invariantńı v̊uči libovolnému posuvu okna

pixely okna v libovolném pevném pǒrad́ı: x = (x1, x2, . . . , xN) ∈ RN

Metoda:

aproximace hustoty pravděpodobnosti P(x) pomoćı normálńı směsi
součinových komponent (diagonálńı kovariačńı matice)

P(x) =
∑

m∈M
wmF (x|µm,σm) =

∑
m∈M

wm

∏
n∈N

fn(xn|µmn, σmn)

fn(xn|µmn, σmn) =
1√

2πσmn

exp{− (xn − µmn)
2

2σ2
mn

}
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Př́ıklad 6: Vyhledáváńı poruch a odchylek v textǔre

Idea:

úspěšná syntéza textury dokazuje, že lokálńı statistický model ve tvaru
distribučńı směsi P(x) popisuje původńı texturu dostatečně p̌resně
⇒ lze jej využ́ıt pro analýzu výchoźıho obrázku textury

LOG-LIKELIHOOD: log P(x) ≈ ḿıra typičnosti (obvyklosti) x

POZN.: Hodnota log P(x) je citlivá vzhledem k odchylkám úrovńı šedi.

P0(x) =
∏
n∈N

fn(xn|µ0n, σ0n), µ0n =
1

|S|
∑
x∈S

xn, σ2
0n =

1

|S|
∑
x∈S

x2
n −µ2

0n.

LOG-LIKELIHOOD RATIO: log P(x)
P0(x)

≈ ḿıra strukturńı typičnosti

části textury x (jmenovatel potlačuje vliv úrovńı šedi)

POZN.: Hodnoty pr̊uměru a rozptylu µ0n, σ0n jsou témě̌r identické pro

všechna n ∈ N ⇒ hodnota log P(x)
P0(x)

méně záviśı na změnách úrovńı

šedi a je v́ıce ovlivněna odchylkami struktury.
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Př́ıklad 6: Vyhledáváńı poruch a odchylek v textǔre

Lokálńı analýza textury “obklad”:

hodnoty log P(x) resp. log P(x)
P0(x)

jsou zobrazeny jako úrovně šedi

centrálńıho pixelu posuvného okna

původńı obrázek L-věrohodnost LR-věrohodnost

Remark: Hodnoty log P(x) jsou velmi citlivé na odchylky úrovńı šedi.
Tak nap̌r. stěž́ı viditelné světleǰśı pixely v textǔre “obklad” (levý obrázek)
se projev́ı jako výrazné tmavé skvrny o velikosti okna (sťredńı obrázek).
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Př́ıklad 6: Vyhledáváńı poruch a odchylek v textǔre

Lokálńı analýza textury “ratan”:

hodnoty log P(x) resp. log P(x)
P0(x)

jsou zobrazeny jako úrovně šedi

centrálńıho pixelu posuvného okna

původńı obrázek L-věrohodnost LR-věrohodnost

POZN. Hodnoty log P(x)
P0(x)

jsou citlivé na strukturńı odchylky a méně

záviśı na úrovńıch šedi. Nepravidelnosti ve struktǔre ”ratanu” (levý
obrázek) jsou proto žretelněǰśı na pravém obrázku, který využ́ıvá

logaritmus věrohodnostńıho poměru log P(x)
P0(x)

.
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Př́ıklad 6: Vyhledáváńı poruch a odchylek v textǔre

Analýza nepravidelnosti textury “obklad”:

zobrazované vysoké hodnoty − log P(x) (sťredńı obrázek) resp.

− log P(x)
P0(x)

(pravý obrázek) jsou zvýrazněny červeným zabarveńım

centrálńıho pixelu posuvného okna

původńı obrázek L-nevěrohodnost LR-nevěrohodnost
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Př́ıklad 6: Vyhledáváńı poruch a odchylek v textǔre

Analýza nepravidelnosti textury “ratan”:

vysoké hodnoty − log P(x) (sťredńı obrázek) resp. − log P(x)
P0(x)

(pravý

obrázek) jsou zvýrazněny červeným zabarveńım centrálńıho pixelu
posuvného okna

původńı obrázek L-nevěrohodnost LR-nevěrohodnost

Daľśı p̌ŕıklady
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Př́ıklad 6: Teoretické aspekty lokálńı analýzy textury

(!) datové vektory x generované posuvem okna se p̌rekrývaj́ı a proto
nejsou nezávislé

datový soubor S odpov́ıdá pouze “trajektorii” v prostoru X vzniklé
posuvem okna (⇒ neńı reprezentativńı)

na rozd́ıl od jiných aplikaćı (syntéza textury, predikce, rozpoznáváńı)
se odhadnutá směs P(x) aplikuje na původńı datový soubor S
věrohodnostńı kritérium optimálně “p̌rizpůsobuje” odhadovanou
směs P(x) na výchoźı datový soubor S
⇒ aplikace směsi P(x) na původńı data x ∈ S je dob̌re zdůvodněná
metodou odhadu

⇒ hodnota log P(x) je vhodnou ḿırou ”typičnosti” vektor̊u x ∈ S
zhořsená reprezentativnost souboru S neńı p̌ŕılǐs závažná protože
směs P(x) se neaplikuje na data mimo soubor S



Statistické rozpoznáváńı Predikce Stat.Modely Shrnut́ı Model censu Poruchy textury Mamogramy

Př́ıklad 7: Vyhodnocováńı screeningových mamogramů

Mamografický screening:

včasná detekce zhoubného nádoru v rámci mamografického screeningu
p̌redstavuje v současnosti jedinou možnost snižováńı vysoké úmrtnosti

Statistické údaje z mamografického screeningu:

asi 8 až 10% žen je během života ohroženo rakovinou prsu

v rámci mamografického screeningu se zhoubný nádor potvrd́ı
jen u 1 až 3 mamogramů z 1000

5 až 10% podežrelých nález̊u se ově̌ruje chirurgicky pomoćı biopsie
(jednoduché vyšeťreńı nicméně fyziky i psychicky traumatizuj́ıćı)

výsledkem biopsie je v 60 až 80% p̌ŕıpadů nezhoubný nález

následné prově̌rováńı zhoubných nález̊u ukazuje, že výsledky
mamografického screeningu jsou v 10 až 20% falešně negativńı
(tzn. 10 až 20% zhoubných nález̊u z̊ustane nerozpoznáno)

celkový počet screeningových mamogramů každoročně
vyhodnocovaných ve světě se řádově udává v milionech
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Př́ıklad 7: Vyhodnocováńı screeningových mamogramů

Ćıl věrohodnostńı analýzy:

usnadnit diagnostické vyhodnocováńı screeningových mamogramů
zvýrazněńım atypických resp. podežrelých ḿıst

LOKÁLNÍ ZOBRAZENÍ VĚROHODNOSTI:
log P(x) ≈ ḿıra typičnosti vniťrku okna x

Idea: ńızké hodnoty log P(x) zobrazované jako tmavé pixely by měly
odpov́ıdat ”neobvyklým” resp. ”podežrelým” ḿıst̊um mamogramu

LOKÁLNÍ ZOBRAZENÍ VĚROHODNOSTNÍHO POMĚRU:
log P(x)/P0(x) ≈ nebylo použito

Pozn. Analýza pomoćı věrohodnostńıho poměru potlačuje vliv úrovńı
šedi, které maj́ı v p̌ŕıpadě mamogramu diagnostický význam.
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Př́ıklad 7: Vyhodnocováńı screeningových mamogramů

původńı mamogram věrohodnostńı analýza
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Př́ıklad 7: Výpočetńı aspekty vyhodnocováńı mamogramů

zdrojová databáze: 2600 tzv. úplných mammogramů, University of
South Florida
http://marathon.csee.usf.edu/Mammography/Database.html

úplný mamogram zahrnuje 4 sńımky: dva medio-laterálńı pohledy a
dva cranio-caudálńı pohledy a je vyhodnocován jako celek

pravá část mamogramu je p̌red vyhodnoceńım zrcadlově
transformována aby byla využita pravo-levá symetrie sńımk̊u

lokálńı analýza využ́ıvá čtvercové okno o rozměrech 13 x 13 pixel̊u s
ǔŕıznutými rohy, dimenze vniťrku okna x je N = 145 (= 169 – 4× 6)

počet komponent odhadované směsi je M = 36, parametry jsou
inicializovány náhodně

pro odhad parametr̊u směsi je k dispozici velký počet dat
|S| ≈ 105 − 106 źıskaných posouváńım okna v mamogramu

lokálńı statistický model je odhadován individuálně z každého
úplného mamogramu, tzn. metoda nevyžaduje trénovaćı data

⇒ výsledek věrohodnostńı analýzy neńı ovlivněn vysokou p̌rirozenou
variabilitou mamogramů
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Př́ıklad 7: Vyhodnocováńı screeningových mamogramů

ově̌rený nález porovnáńı analýzy a nálezu
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Př́ıklad 7: Vyhodnocováńı screeningových mamogramů
ově̌rený nález porovnáńı analýzy a nálezu
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Př́ıklad 7: Věrohodnostńı analýza mikrokalcifikaćı

mikrokalcifikace zvýrazněné mikrokalcifikace

Remark: Každá pozice okna obsahuj́ıćı isolovaný světlý pixel implikuje
sńıženou hodnotu log P(x). ⇒ Světlý pixel se zobraźı jako tmavš́ı
skvrna o velikosti okna.
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Př́ıklad 7: Identifikace ”hmot” pomoćı ”vrstevnic”

část screeningového mamogramu obsahuj́ıćı podežrelé “hmoty”

Remark: ”Zhmotněńı” může být velmi malé, může ḿıt nežretelné
hranice a r̊uzné tvary. Detekce a klasifikace ”hmot” se považuje za
obt́ıžněǰśı než detekce mikrokalcifikaćı.
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Př́ıklad 7: Identifikace ”hmot” pomoćı ”vrstevnic”

”vrstevnice” zvýrazňuj́ıćı hranice ”hmot” a okraje mamogramu

Remark: Jednotlivé věrohodnostńı hodnoty log P(x) jsou typicky určeny
jedinou komponentou směsi, která nejlépe odpov́ıdá dané pozici okna. Na
okraji r̊uzných oblast́ı mamogramu docháźı k záměně komponent, která
je spojena s poklesem věrohodnosti log P(x). Záměna komponent je
p̌ŕıčinou vzniku tmavš́ıch ”vrstevnic” na hranici r̊uzných oblast́ı.
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Př́ıklad 7: Identifikace ”hmot” pomoćı ”vrstevnic”

inverzńı (negativńı) zobrazeńı ”vrstevnic”

Remark: Vrstevnice jsou nejžretelněji zobrazeny na okraji mamogramu v
ḿıstě spojitého poklesu úrovńı šedi. Vrstevnice mohou usnadnit
identifikaci častých kontralaterálńıch (symetricky lokalizovaných) nález̊u a
multifokálńıch nález̊u protože oblasti s podobnými vlastnostmi jsou
pomoćı věrohodnostńı analýzy snadno visuálně identifikovatelné.
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Celkové shrnut́ı

Vlastnosti součinových distribučńıch směśı:

efektivńı výpočet parametr̊u směsi pomoćı EM algoritmu
z velkých datových soubor̊u v mnohorozměrném prostoru (!)

snadný výpočet marginálńıch rozložeńı pravděpodobnosti (!)

vhodné pro aproximaci obecných rozložeńı pravděpodobnosti

p̌ri velkém počtu komponent se vlastnosti součinové směsi bĺıž́ı
neparametrickému jádrovému odhadu

EM algoritmus automaticky řeš́ı problém optimalizace vyhlazeńı,
která je nezbytná v p̌ŕıpadě neparametrického jádrového odhadu

existuje strukturńı modifikace součinové směsi, která umožňuje
rozhodováńı nezávislé na dimenzi prostoru

možnost odhadu parametr̊u směsi z neúplných datových vektor̊u

EM algoritmus lze použ́ıt na vážená data
(možnost zrychleńı výpočtu agregaćı dat a jiné aplikace)

součinové směsi lze interpretovat jako neuronovou śıt’

(až na úrovni funkčńıch vlastnost́ı neuronů)
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Př́ıklad 2: Rozpoznáváńı č́ıslic na binárńım rastru

Publikované výsledky p̌resnosti klasifikace

Autor rok p̌resnost

Lam & Suen (1988) 0.9310
Legault & Suen (1989) 0.9390
Krzyzak et al. (1990) 0.9485
Mai & Suen (1990) 0.9295
Nadal & Suen (1990) 0.8605
Suen et al. (1990) 0.9305
Kim & Lee (1994) 0.9585
Lee (1995) 0.9780
Hwang & Bang (1996) 0.9785
Cho (1997) 0.9605

Standardńı p̌redzpracováńı dat:
normalizace velikosti č́ıslic + výpočet speciálńıch informativńıch p̌ŕıznak̊u
(nap̌r. ”Kirsch masks”, ”peripheral directional contributivity” apod.)

Zpět
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Př́ıklad 5: Interaktivńı statistický model dat ze sč́ıtáńı lidu

Informačńı analýza dat (datamining) pomoćı statistického modelu:

Výběr subpopulaćı S(xC ) ∈ Rε s nejvyš̌śı/nejnižš́ı hodnotou zvoleného
informačńıho kritéria.

xC = (xi1 , . . . , xik ) ∈ XC , C = {i1, . . . , ik} ⊂ N

subpopulace: S(xC ) = {y ∈ S : yC = xC} ⊂ S

(Nap̌r. dvojićı otázek (|C | = 2, N = 25) lze určit cca 104 subpopulaćı.)

ε-relevantńı subpopulace (věťśı než ε|S|):
Rε = {S(xC ) ⊂ S : PC (xC ) > ε, xC ∈ XC , C ⊂ N}

jednoduchý výpočet podḿıněných distribućı Pn|C (xn|xC ), n /∈ C :

Pn|C (xn|xC ) =
∑

m∈M
Wm(xC )fn(xn|m), Wm(xC ) =

wmFC (xC |m)∑M
j=1 wjFC (xC |j)
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Př́ıklad 5: Interaktivńı statistický model dat ze sč́ıtáńı lidu

PŘ́IKLADY VOLBY INFORMAČNÍHO KRITÉRIA:

nejvyš̌śı podḿıněná pravděpodobnost Pn|C (xn|xC ):
(nap̌r. subpopulace s nejvyš̌śı nezaměstnanost́ı)

Pn|C (xn|xC ) =
M∑

m=1

Wm(xC )fn(xn|m), xn ∈ Xn, n /∈ C

kritérium minimálńı entropie:
(nap̌r. možnost vyhledáńı typické vlastnosti)

HxC
(Xn) =

∑
xn∈Xn

−Pn|C (xn|xC ) log Pn|C (xn|xC )

maximálńı množstv́ı informace mezi dvěma proměnnými:
(korelačńı koeficient neńı definován pro nominálńı proměnné)

IxC
(Xn,Xr ) = HxC

(Xn) + HxC
(Xr )− HxC

(Xn,Xr )

POZN. Problém p̌resnosti reprodukce relativńıch četnost́ı v souboru S
pomoćı statistického modelu.

Zpět
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Př́ıklad 6: Vyhledáváńı poruch a odchylek v textǔre

Analýza nepravidelnosti textury “látka”:

krajńı hodnoty − log P(x) (sťredńı obrázek) resp. − log P(x)
P0(x)

(pravý

obrázek) jsou zvýrazněny červeným zabarveńım centrálńıho pixelu
posuvného okna

původńı obrázek L-nevěrohodnost LR-nevěrohodnost
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Př́ıklad 6: Vyhledáváńı poruch a odchylek v textǔre

Analýza nepravidelnosti textury “květy”:

krajńı hodnoty − log P(x) (sťredńı obrázek) resp. − log P(x)
P0(x)

(pravý

obrázek) jsou zvýrazněny červeným zabarveńım centrálńıho pixelu
posuvného okna

původńı obrázek L-nevěrohodnost LR-nevěrohodnost
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Př́ıklad 6: Vyhledáváńı poruch a odchylek v textǔre

Analýza nepravidelnosti textury “koberec”:

krajńı hodnoty − log P(x) (sťredńı obrázek) resp. − log P(x)
P0(x)

(pravý

obrázek) jsou zvýrazněny červeným zabarveńım centrálńıho pixelu
posuvného okna

původńı obrázek L-nevěrohodnost LR-nevěrohodnost

Zpět
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Sekvenčńı rozhodovaćı schema

statistický problém rozpoznáváńı (diskrétńı proměnné):

x = (x1, . . . , xN) ∈ X , P(x|ω)p(ω), ω ∈ Ω

P(x|ω) =
∑

m∈Mω

f (m)
N∏

n=1

fn(xn|m)

postupné doplňováńı p̌ŕıznak̊u xn (nap̌r. v lékǎrské diagnostice):

Problém optimálńıho sekvenčńıho rozhodováńı:

volba nejinformativněǰśı proměnné xn pro danou podmnožinu (subvektor)
známých vstupńıch údaj̊u xD = (xj1 , . . . , xjl ) ∈ XD pomoćı kriteria
maximálńı podḿıněné informace IxD

(Xn,Ω), n /∈ D

IxD
(Xn,Ω) = HxD

(Xn)− HxD
(Xn|Ω), n /∈ D, D = {j1, . . . , jl} ⊂ N

HxD
(Xn|Ω) =

∑
ω∈Ω

p(ω)
∑

xn∈Xn

−Pn|Dω(xn|xD , ω) log Pn|Dω(xn|xD , ω)

Pn|Dω(xn|xD , ω) =
PnD|ω(xn, xD |ω)

PD|ω(xD |ω)
=

∑
m∈Mω

Wm(xD , ω)fn(xn|m)

Zpět
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Výběr nejinformativněǰśıho podprostoru

Motivace:

výběr nejinformativněǰśı podmnožiny p̌ŕıznak̊u

v́ıcestupňové rozpoznáváńı (urychleńı a zp̌resněńı klasifikace)

rychlá lokalizace grafických objekt̊u v rovině (č́ıslice, ṕısmena)

výběr p̌ŕıznak̊u (proměnných): kritérium maximálńı informativnosti:

D∗ = arg max
D⊂N

{I (XD ,Ω)} = arg max
D⊂N

{H(XD)− H(XD |Ω)}

PD|ω(xD |ω) =
∑

m∈Mω

f (m)
∏
n∈D

fn(xn|m), D = {j1, . . . , jk} ⊂ N , |D| = k

H(XD) =
∑

xD∈XD

−PD(xD) log PD(xD)

H(XD |Ω) =
∑
ω∈Ω

p(ω)
∑

xD∈XD

−PD|ω(xD |ω) log PD|ω(xD |ω)

optimálńı podmnožina D ⊂ N : úplné prohledáńı, p̌ribližné metody
Zpět


	Outline
	Main Talk
	Aplikacní oblast: statistické rozpoznávání
	Obecné rešení statistického problému rozpoznávání
	Príklad 1: Rozpoznávání obrazcu na šachovnici
	Príklad 2: Rozpoznávání císlic na binárním rastru

	Predikce pomocí soucinových distribucních smesí
	Príklad 3: Modelování textur metodou postupné predikce
	Príklad 4: Predikce chybejících cástí obrázku

	Statistické modelování pomocí soucinových smesí
	Príklad 5: Interaktivní statistický model dat ze scítání lidu
	Príklad 6: Vyhledávání poruch a odchylek v texture
	Príklad 7: Vyhodnocování mamogramu pomocí smesových modelu

	Shrnutí: Vlastnosti soucinových distribucních smesí


